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Predgovor

Disertacija se bavi prouqavaǌem minifikacionih autoregre-
sivnih procesa sa nenegativnim celobrojnim vrednostima. Kon-
struisani su novi modeli formirani na osnovu geometrijskih
brojaqkih nizova, koji su detaǉno opisani i analizirani.

Prezentovani sadr�aj je zasnovan na objavǉenim originalnim
rezultatima i qine ga qetiri celine, dok je na kraju dat zakǉuqak
obra�ene teme.

U prvoj glavi je najpre data motivacija uvo�eǌa modifiko-
vanog negativnog binomnog operatora. Zatim su, hronoloxki,
navedeni ve� postoje�i rezultati iz ove oblasti. Razmatrani
su jednodimenzionalni, a potom i dvodimenzionalni modeli. Mo-
difikovani negativni binomni operator, na kome se bazira kon-
strukcija modela u narednim glavama, detaǉno je opisan.

U drugoj glavi je uveden novi minifikacioni celobrojni au-
toregresivni model, za qiju je konstrukciju korix�en modifi-
kovani negativni binomni operator. Detaǉno su opisani podaci
koji se mogu predstaviti ovim modelom. Nakon izvo�eǌa najbi-
tnijih osobina modela date su uslovne statistiqke veliqine i
autokorelaciona struktura. Posebna pa�ǌa se poklaǌa oceǌi-
vaǌu nepoznatih parametara korix�eǌem razliqitih metoda i
proveri osobina posmatranih ocena. Na kraju je u primeni nad
skupom realnih podataka iz stvarnog �ivota pokazano da je ovaj
model boǉi od drugih, ǌemu konkurentnih modela. Tako�e, ko-
rix�en je i parametarski bootstrap pristup za utvr�ivaǌe ade-
kvatnosti modela za izabrani skup podataka. Rezultati iz ove
glave objavǉeni su u radu

� M.S. Aleksić, M.M. Ristić, (2021) A geometric minification integer-
valued autoregressive model, Applied Mathematical Modelling 90, 265-
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280. DOI: 10.1016/j.apm.2020.08.047

Tre�a glava je posve�ena analitiqkom odre�ivaǌu ocena ne-
poznatih parametara za model konstruisan u prethodnoj glavi,
prilikom primene metoda maksimalne verodostojnosti. Najpre je
data kratka istorija rezultata EM algoritma. Zatim su pred-
stavǉeni razlozi komplikovane primene EM algoritma na ori-
ginalnu definiciju modela, data je ekvivalentna reprezentacija
modela i pokazana je ekvivalencija ove dve reprezentacije. De-
taǉno je opisana konstrukcija EM algoritma kroz E-korak i M-
korak i svojstva dobijenih ocena potvr�ena su simulacijama. Re-
zultati iz ove glave objavǉeni su u radu

� M.S. Stojanović, (2022) An EM algorithm for estimation of the param-
eters of the geometric minification INAR model, Journal of Statistical
Computation and Simulation 92(1), 1-15.
DOI: 10.1080/00949655.2022.2053125

U qetvrtoj glavi konstruisan je novi dvodimenzionalni mi-
nifikacioni celobrojni autoregresivni model prvog reda, kori-
x�eǌem dva modifikovana negativna binomna operatora. Date
su najbitnije osobine modela i nepoznati parametri su oceǌe-
ni korix�eǌem dva metoda za oceǌivaǌe nepoznatih parametara,
dok su karakteristike dobijenih ocena proverene simulacijama.
Rezultati iz ove glave objavǉeni su u radu

� M.S. Stojanović, (2024) A bivariate geometric minification integer-
valued autoregressive model, Filomat, prihva�en za objavǉivaǌe

Disertacije je ura�ena pod mentorstvom prof. dr Miroslava
Risti�a, redovnog profesora Prirodno-matematiqkog fakulteta,
Univerziteta u Nixu. Ovom prilikom mu se zahvaǉujem na ve-
likoj pomo�i, trudu i izdvojenom vremenu koje je ulo�io u pri-
premi ove disertacije, kao i na korisnim primedbama i sugesti-
jama koje su u velikoj meri doprinele ǌenom kvalitetu.

Zahvaǉujem se qlanovima komisije, prof. dr Aleksandru Na-
sti�u, redovnom profesoru Prirodno-matematiqkog fakulteta u
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Nixu, prof. dr Miodragu �or�evi�u, vanrednom profesoru Pri-
rodno-matematiqkog fakulteta u Nixu, prof. dr Predragu Po-
povi�u, vanrednom profesoru Gra�evinsko-arhitektonskog fakul-
teta u Nixu i dr Maji Obradovi�, docentu Prirodno-matemati-
qkog fakulteta u Nixu, koji su pa�ǉivo proqitali disertaciju
i qiji su predlozi i komentari doprineli ǌenoj finalnoj formi.

Posebnu zahvalnost dugujem svojoj porodici na razumevaǌu,
odricaǌu i podrxci koja mi je nesebiqno pru�ana svih ovih go-
dina.

Milena S. Stojanovi�



Glava 1

Uvod

Autoregresivni modeli vremenskih serija sa celobrojnim vre-
dnostima predstavǉaju najqex�e korix�ena sredstva za modeli-
raǌe vremenskih serija brojaǌa. Ka�emo da je vremenski niz
{Xt}, t ∈ Z ≡ {0,±1, . . . } model vremenske serije brojaǌa ako se
ǌegova realizacija sastoji od vrednosti koje se dobijaju brojan-
jem. Primer ovakve vremenske serije je meseqni broj novih in-
fekcija izazvanih virusom za period od 1990-2019. godine. Ove
vrste vremenskih serija se qesto opisuju modelima autoregre-
sivnih vremenskih serija sa celobrojnim vrednostima. Ka�emo da
je vremenska serija {Xt}, t ∈ Z, autoregresivni model prvog reda
vremenske serije sa celobrojnim vrednostima (INAR) ako zadovo-
ǉava jednaqinu

Xt = α •Xt−1 + εt,

za svako t ∈ Z, gde je {εt}, t ∈ Z, niz nezavisnih i identiqki
raspodeǉenih sluqajnih promenǉivih izabranih tako da obezbede
postojaǌe stacionarnog rexeǌa navedene jednaqine i ” • ” je ope-
rator definisan kao

α •Xt−1 =

Xt−1∑
i=1

Wi,

gde je {Wi}, i ∈ N ≡ {1, 2, . . . }, niz nezavisnih i identiqki raspo-
deǉenih sluqajnih promenǉivih nezavisnih od Xt i εt, za svako
t ∈ Z. Niz {Wi} se naziva brojaqki niz, a α predstavǉa odgovara-
ju�i parametar raspodele sluqajne promenǉive Wi.
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Dva najqex�e korix�ena operatora ” • ” su binomni tining
operator ” ◦ ” i negativni binomni tining operator ” ∗ ”, o kojima
�e biti vixe reqi u nastavku.

Binomni tining operator

Binomni tining operator ”◦” su uveli Steutel i van Harn (1979)
na slede�i naqin

α ◦Xt−1 =

Xt−1∑
i=1

Wi, (1.0.1)

gde su elementi brojaqkog niza {Wi} nezavisne i jednako raspode-
ǉene sluqajne promenǉive po Bernulijevom zakonu raspodele sa
parametrom α, gde je α ∈ (0, 1) i va�i P (Wi = 1) = 1−P (Wi = 0) = α.
Ovaj operator je nazvan binomnim tinig operatorom jer sluqajna
promenǉiva α ◦X | X ima Binomnu raspodelu.

McKenzie (1985) i nezavisno, Al-Osh i Alzaid (1987) uveli su
prve INAR modele bazirane na ovom operatoru.

Definicija 1.0.1 (Al-Osh i Alzaid ( 1987)) INAR(1) proces je niz
sluqajnih promenǉivih definisan sa

Xt = α ◦Xt−1 + εt, (1.0.2)

gde je α ∈ (0, 1), α◦ definisan u (1.0.1) i {εt} je niz nezavisnih jedna-
koraspodeǉenih nenegativnih celobrojnih sluqajnih promenǉivih sa
oqekivaǌem µ i konaqnom disperzijom σ2, pri qemu su Xn−k i εn neza-
visne sluqajne promenǉive za svaki prirodan broj k.

Kako se brojaqki niz {Wi} sastoji od sluqajnih promenǉivih
raspodeǉenih po Bernulijevom zakonu raspodele, koje mogu uzeti
samo vrednosti 0 ili 1, mo�emo primetiti da je proces definisan
u (1.0.2) pogodan za prebrojavaǌe elemenata neke populacije, kada
u toku vremena mogu opstati ili izqezavati. Vrednost sluqajne
promenǉive Xt, koja predstavǉa broj elemenata neke populacije
u trenutku t se mo�e posmatrati kao zbir dve komponente. Prva
komponenta α◦Xt−1 predstavǉa broj elemenata iz prethodnog staǌa
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u populaciji koji su opstali do trenutnog staǌa, dok parametar α
predstavǉa verovatno�u opstanka svakog pojedinaqnog elementa.
Druga komponenta εt odgovara broju novopridoxlih elemenata u
populaciju u periodu (t− 1, t].

Jedan od prvih INAR(1) procesa koji su se prouqavani bio je
Puasonov INAR(1) proces. ǋega su uveli Alzaid i Al-Osh (1988) i
predstavili ga Definicijom 1.0.1, pri qemu su za raspodelu ino-
vacionog niza {εt} uzeli Puasonovu raspodelu P(λ), λ > 0. Jedno-
stavno se dolazi do zakǉuqka da je marginalna raspodela procesa
{Xt} Puasonova, ali sada sa parametrom λ

1−α
.

Isti autori Alzaid i Al-Osh (1988), posmatrali su nenegativni
celobrojni autoregresivni proces koji se mo�e predstaviti De-
finicijom 1.0.1, ali je za marginalnu raspodelu uzeta geometri-
jska raspodela, tj. va�i P (Xn = j) = (1 − q)qj. U ovom sluqaju
inovacioni niz {εt} ima marginalnu raspodelu

εt =

{
0, s.v. α,

Gt, s.v. 1− α,

gde Gt ima geometrijsku raspodelu sa parametrom q. Ovaj model
skra�eno obele�avamo GINAR(1).

Negativni binomni tining operator

Negativni binomni tinig operator ” ∗ ” je operator zasnovan
na geometrijskoj raspodeli brojaqkog niza {Wi} tj.

α ∗X =
X∑
i=1

Wi, (1.0.3)

gde je α ∈ (0, 1), {Wt} predstavǉa niz nezavisnih i jednako ra-
spodeǉenih sluqajnih promenǉivih sa geometrijskom Geom( α

1+α
)

raspodelom . Sluqajna promenǉiva X je nezavisna od sluqajnih
promenǉivih Wi, i ≥ 1. Ovakvu vrstu brojaqke serije razmatrali
su Al-Osh i Aly (1992). Oni su svojim radom dali veliki dopri-
nos jer prilikom realizacije sluqajne promenǉive sa Bernuli-
jevom raspodelom mogu�e je dobiti samo dve vrednosti, 0 ili 1,
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te se javǉa problem kako modelirati pojave u kojima za elemente
populacije ne posmatramo samo mogu�nost da su opstali ili ne,
nego i sluqaj kada jedan element populacije mo�e generisati nove
elemente. Jedna od raspodela koja mo�e da generixe bilo koji
nenegativan ceo broj je geometrijska raspodela.

Operator ” ∗ ” je nazvan negativni binomni tining operator
jer ako sluqajna promenǉiva X ima geometrijsku Geom( µ

1+µ
), µ > 0

raspodelu, tada sluqajna promenǉiva α ∗ X za dato X ima nega-
tivnu binomnu raspodelu.

Ristić, Bakouch i Nastić (2009) koristili su ovaj operator za kon-
strukciju stacionarnog celobrojnog autoregresivnog procesa pr-
vog reda sa geometrijskom marginalnom raspodelom (NGINAR(1)).
Proces je oblika

Xt = α ∗Xt−1 + εt, t ≥ 1, (1.0.4)

gde α ∈ (0, 1) i ” ∗ ” operator definisan u (1.0.3). Proces {Xt} je
stacionaran sa geometrijskom marginalnom raspodelom Geom( µ

1+µ
),

tj. va�i P (Xn = x) = µx

(1+µ)x+1 , x = 0, 1, 2, ..., dok je {εt} niz nezavisnih
i identiqki raspodeǉenih sluqajnih promenǉivih nezavisnih od
{Wi}. Xt−l i εt su nezavisne promenǉive za svako l ≥ 1.

Broj elemenata populacije i daǉe mo�e da se uve�ava novopri-
stiglim elementima, xto je izra�eno preko inovacionog niza.

Autori su pokazali da se raspodela inovacionog niza mo�e
predstaviti kao mexavina dve geometrijske raspodele sa parame-
trima α

1+α
i µ

1+µ
, tj. da je

εt =

{
Geom

(
α

1+α

)
, s.v. αµ

µ−α
,

Geom
(

µ
1+µ

)
, s.v. 1− αµ

µ−α
.

(1.0.5)

Sluqajna promenǉiva εt je dobro definisana za α ∈
(
0, µ

1+µ

]
. Tako-

�e, pokazano je i da se radi o Markovom procesu prvog reda, koji
je ergodiqan i strogo stacionaran.

Nedavno, motivisani nekim stvarnim skupovima podataka koji
se ne mogu modelirati INAR modelima Scotto i ostali (2018) uveli
su diskretan pandan konvencionalnom maksimalnom autoregresi-
vnom modelu. Oni su posmatrali model oblika

Xt = max(α ◦Xt−1, εt), t ∈ Z, (1.0.6)
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gde ” ◦ ” predstavǉa binomni tinig operator. Autori su obja-
snili kakav problem mo�e nastati ako neko pokuxa da konstrui-
xe diskretni minifikacioni model oblika Xt = min(α ◦ Xt−1, εt),
t ∈ Z, korix�eǌem ovog operatora. Naime, kada se pojavi prva
nula, tj. kada je Xt = 0 za neko t ∈ Z, tada na osnovu osobina
binomnog tining operatora α ◦ 0 = 0, sledi da �emo imati Xt+i =
0 za svako i ≥ 0. Dakle, nema smisla razmatrati takvu vrstu
minifikacionog modela koji vremenom postaje konstantno nula.
Isti problem nastaje i kada koristimo negativni binomni tinig
operator ” ∗ ”, jer i ovaj operator ima osobinu α ∗ 0 = 0. U
ovoj disertaciji, glavni ciǉ je rexavaǌe ovog problema, odnosno
konstrukcija diskretnog minifikacionog modela sa nenegativnim
celobrojnim vrednostima ovog oblika korix�eǌem drugaqijeg o-
peratora.
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1.1 Kratka istorija minifikacionih pro-
cesa

Kako ve�ina Markovǉevih procesa podrazumeva Gausovu raspo-
delu, ranije se javǉao problem ukoliko se nai�e na proces koji
nije Gausov. Tada bi se taj proces {Xt, t = 0, 1, 2, ...} najpre tran-
sformisao u Gausov {Yt, t = 0, 1, 2, ...}, pa tek onda analizirao. Ovaj
problem je qest u hidrologiji, jer se tamo javǉaju procesi koji
su povezani sa ekstremnim fiziqkim veliqinama, odnosno javǉaju
se raspodele sa znaqajnim koeficijentom asimetrije. Za rexa-
vaǌe ovog problema, u u
benicima o vremenskim serijama, pre-
dlagano je nekoliko transformacija, gde usvojena transformacija
mora biti nelinearna funkcija da bi se uklonila asimetrija. U
hidrologiji se qesto, za otklaǌaǌe asimetrije, koristi i logari-
tamska funkcija, jer je koeficijent asimetrije qesto pozitivan.
Ovakve transformacije mogu imati i nedostatke, jer se neka svoj-
stva oceǌenih parametara ne mogu saquvati prilikom vra�aǌa
na oblik pre transformacije. Ovaj problem u hidrologiji je bio
jedan od glavnih motiva za uvo�eǌem minifikacionih modela.

1.1.1 Jednodimenzionalni modeli
Prve minifikacione modele konstruisao je Tavares (1980a) i

Tavares (1980b). On je uveo minifikacioni model {Xt}, t ∈ N0 ≡
{0, 1, . . . }, oblika

Xt = Kmin(Xt−1, εt), t ∈ N, (1.1.1)

gde sluqajne promenǉive Xt i εt imaju eksponencijalne raspodele
sa parametrima brzine λ > 0 i c > 0, redom, i gde je K = (λ+ c)/λ.
U Tavares (1980a) je pokazano da je funkcija gustine verovatno�e
sluqajne promenǉive Xt

f(x) = λe−λx,

dok je korelaciona funkcija izme�u uzastopnih vrednosti data sa

ρX(1) =
1

K
,
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xto je isti oblik kao i kod autoregresivnih modela reda 1
(AR(1)).

Motivaciju za uvo�eǌem ovakvog modela, autor je dobio po-
smatraǌem podataka (izra�enim u m3 po s) o dnevnom direktnom
oticaǌu portugalske reke Paiva at Castro Daire. Ovi podaci su
prikupǉeni u periodu od oktobara do decembara, od 1945/1946 do
1974/1975 godine, a posmatrani su kao niz vla�nih/suxnih pe-
rioda, gde je vla�ni, odnosno suxni, period niz uzastopnih dana
sa pozitivnim, odnosno nultim, oticaǌem. Zatim je definisan
pik za svaki vla�ni period (i) kao maksimalno dnevno oticaǌe
Mi. Qesto je proces {Mi; i = 0, 1, 2, ...} sa pozitivnom iskrivǉe-
nom marginalnom raspodelom i sa pozitivnom i eksponencijalno
opadaju�om autokorelacionom funkcijom i tada je predlo�eni
model pogodan za ovakvu vremensku seriju.

Kasnije, Sim (1986) je uveo minifikacioni model iste stru-
kture kao (1.1.1), samo je u ovom sluqaju za {εt} uzet niz sluqaj-
nih promenǉivih sa Veibulovom marginalnom raspodelom, gde je
P (Y ≤ y) = 1− e−θyc, za θ > 0, c > 0 a y ≥ 0. Autor je pokazao da ako
X0 ima Veibulovu raspodelu i va�e prethodno navedeni uslovi,
niz {Xt} ima marginalnu Veibulovu raspodelu sa parametrom λ =

θ
(kc−1)

, gde je P (Xn ≤ x) = 1 − e−λxc
. Tako�e je pokazano i da niz

{Xt} ima isti oblik autokorelacione funkcije kao xto ima i
standardni AR(1) proces.

Diskretni minifikacioni model, definisan istom jednaqinom
(1.1.1), prvi put pomiǌu Lewis i McKenzie (1991). Autori su po-
smatrali model sa uniformnom marginalnom raspodelom.

Godinu dana kasnije, Littlejohn (1992) uvodi diskretan minifi-
kacioni model definisan sa

Xt = ρ\min(Xt−1, εt), t ∈ N,
gde ρ\, 0 < ρ < 1, predstavǉa levi inverz od binomog tining ope-
ratora i definisan je kao

ρ\Z d
= Z +

Z+1∑
i=1

Gi,

gde je Z proizvoǉna diskretna sluqajna promenǉiva nezavisna od
niza nezavisnih i identiqki raspodeǉenih sluqajnih promenǉivih
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{Gi}. Operator ρ\ se naziva operator zguxǌavaǌa (thickening),
jer je ρ\X ≥ X za sluqajnu promenǉivu sa nenegativnom celobro-
jnom vrednox�u X. Ovde se javǉa termin levi inverz jer pri-
likom konstrukcije diskretnog minifikacionog modela, autor je
niz {εt} birao tako da va�i

min{X, εt}
d
= ρ ◦X, (1.1.2)

tj. da su sluqajne promenǉive min{X, εt} i ρ ◦ X, gde je ◦ bino-
mni tining operator definisan u (1.0.1), jednako raspodeǉene.
Kada se na prethodnu jednakost primeni operator ρ\, dobija se
jednakost

ρ\min{X, εt}
d
= ρ\(ρ ◦X). (1.1.3)

Autor je tako�e pokazao i da je

ρ\min{X, εt}
d
= X, (1.1.4)

te iz prethodne dve jednakosti sledi da je

ρ\(ρ ◦X)
d
= X, (1.1.5)

Prethodna diskusija je razlog zbog qega se govori o levom in-
verzu. Littlejohn je inaqe posmatrao minifikacione modele sa
razliqitim diskretnim marginalnim raspodelama.

Kalamkar (1995) je prouqavao minifikacione modele koje su
uveli Lewis i McKenzie (1991) i izveo uslove pod kojima postoji
stacionarni model sa diskretnim marginalnim raspodelama.

Kao xto je ve� navedeno, jedan od ciǉeva ove disertacije je
rexavaǌe problema konstantnog ponavǉaǌa nule tokom vremena,
te je potrebno razmotriti operator α⋄ takav da je α ⋄ 0 ̸≡ 0 za
sve vrednosti α. Iz ove diskusije mo�e se primetiti da je ope-
rator zguxǌavaǌa ρ\ uveden od strane Littlejohn (1992) jedan tip
ovog operatora. Kako je ovaj operator previxe komplikovan za
korix�eǌe, razmotri�e se jednostavniji operator koji su pred-
stavili Zhang, Wang i Fan (2020), a o kome �e vixe biti reqi u
narednom poglavǉu.
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1.1.2 Dvodimenzionalni modeli
Dvodimenzionalni nenegativni celobrojni vremenski nizovi

predstavǉaju realizacije dve me�usobno korelirane sluqajne pro-
menǉive. Krajem 20. veka poqelo je aktivnije prouqavaǌe kako
dvodimenzionalnih, tako i vixedimenzionalnih minifikacionih
procesa.

Dvodimenzionalni minifikacioni proces sa dvodimenzional-
nom semi-Pareto raspodelom uveli su Balakrishna i Jayakumar
(1997).

Napomena 1.1.1 (Balakrishna i Jayakumar (1997)) Sluqajni vektor
(X, Y ) ima dvodimenzionalnu semi-Pareto raspodelu sa paramtrima
α1, α2, p ako je funkcija pre�ivǉavaǌa oblika

G(x, y) = P (X > x, Y > y) =
1

1 + ψ(x, y)
(1.1.6)

gde ψ(x, y) zadovoǉava funkcionalnu jednaqinu

ψ(x, y) =
1

p
ψ(p

1
α1 x, p

1
α2 y), (1.1.7)

za 0 < p < 1; α1, α2 > 0; x, y ≥ 0.

Lema 1.1.1 (Balakrishna i Jayakumar (1997)) Rexeǌe funkcionalne
jednaqine (1.1.7) je dato sa

ψ(x, y) = xα1h1(x) + yα2h2(y), (1.1.8)

gde su h1(x) i h2(x) periodiqne funkcije po log x i log y sa periodama
2πα1

− log p
i 2πα2

− log p
, redom. 2

Autori su uveli dvodimenzionalni minifikacioni proces

{(Xn, Yn), n ≥ 0}

oblika

Xn = min(p
− 1

α1Xn−1, εn) (1.1.9)
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i

Yn = min(p
− 1

α2 Yn−1, ηn) (1.1.10)

za n ≥ 1, 0 ≤ p < 1, α1, α2 > 0, gde je niz {(εn, ηn), n ≥ 1} niz nezavi-
snih i identiqki raspodeǉenih sluqajnih promenǉivih. Pretpo-
stavka je da su (X0, Y0) nezavisni od (εn, ηn). Odavde jednostavno
sledi da je {(Xn, Yn), n ≥ 0} dvodimenzionalni proces Markova.
Kako sluqajne promenǉive εt i ηt ukazuju na realne sluqajne pro-
menǉive, autori su pretpostavili da obe uzimaju beskonaqne vre-
dnosti sa verovatno�om p, a obe uzimaju konaqne vrednosti sa
verovatno�om 1− p. Prema tome, va�i da je

(εn, ηn) =

{
(+∞,+∞), s.v. p,

(ξn, λn), s.v. 1− p, 0 < p < 1,
(1.1.11)

gde su ξn i λn realne vrednosti sluqajnih promenǉivih. Autori
su pokazali slede�u teoremu i ǌome iskazali vezu sa stacionar-
nox�u.

Teorema 1.1.1 (Balakrishna i Jayakumar (1997)) Neka je (X0, Y0)
d
=

(ξ1, λ1). Proces {(Xn, Yn), n ≥ 0} definisan sa (1.1.9), (1.1.10) i (1.1.11)
je stacionaran ako i samo ako (ξn, λn) ima dvodimenzionalnu semi-
Pareto raspodelu sa paramtrima α1, α2 i p.

Zatim, Thomas i Jose (2002) uveli su multivarijacione mini-
fikacione procese. Tako�e, Thomas i Jose (2004) konstruisali
su Marshall-Olkin dvodimenzionalni semi-Pareto AR (1) model sa
Marshall-Olkin dvodimenzionalnom semi-Pareto (MO-BSP) margi-
nalnom raspodelom. Ova raspodela je uopxteǌe dvodimenzional-
ne semi-Pareto raspodele definisane u Balakrishna i Jayakumar
(1997) i detaǉno je opisana u Thomas i Jose (2002). Oblik ǌihovog
dvodimenzionalnog autoregresivnog procesa {(Xn, Yn)} je

Xn =

{
Un s.v. p

min(Xn−1, Un), s.v. 1− p
(1.1.12)

i

Yn =

{
Vn s.v. p

min(Yn−1, Vn), s.v. 1− p
(1.1.13)
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gde su {(Un, Vn)} inovacioni nizovi koji su od {(Xn−k, Yn−k)} neza-
visni, za k = 1, 2, ..., n.
U radu je pokazano da {(Xn, Yn)} ima marginalnu MO-BSP raspo-
delu ako i samo ako je zajedniqka raspodela za {(Un, Vn)} dvodi-
menzionalna semi-Pareto raspodela.

Ristić (2006) je konstruisao klasu stacionarnih dvodimenzio-
nalnih minifikacionih procesa sa funkcijom pre�ivǉavaǌa Fx, y,
gde su x > 0 i y > 0. Definisao je dvodimenzionalni minifikaci-
oni proces {(Xn, Yn), n ≥ 0} kao

Xn = Kmin(Xn−1, Yn−1, εn)

i
Yn = Lmin(Xn−1, Yn−1, ηn)

za n = 1, 2, ..., gde je {(εn, ηn), n ≥ 1} niz nenegativnih, nezavi-
snih i identiqki raspodeǉenih sluqajnih vektora sa zajedniqkom
funkcijom pre�ivǉavaǌa Gx,y, dok su sluqajni vektori (X0, Y0) i
(ε1, η1) nezavisni, za K > 1 i L > 1.

Zatim su Ristić i ostali (2008), na osnovu ovog modela, pred-
stavili stacionarni dvodimenzionalni minifikacioni proces sa
dvodimenzionalnom BV E(λ1, λ2, λ12) Marshall i Olkin eksponenci-
jalnom raspodelom i osobinom K = L. Marshall i Olkin ekspo-
nencijalnu raspodelu uveli su Marshall i Olkin (1967) motivisani
situacijama koje se javǉaju u teoriji pouzdanosti kao xto je kvar
uparenih mlaznih motora ili registracija doga�aja od strane
Gajgerovog brojaqa. Funkcija pre�ivǉavaǌa ove raspodele je

P (X > x, Y > y) = e−λ1x−λ2y−λ12max(x,y), x, y > 0,

gde je λ1 > 0, λ2 > 0, λ12 > 0. Sluqajne promenǉive X i Y su defi-
nisane tako da su zavisne eksponencijalno raspodeǉene sluqajne
promenǉive sa parametrima λ1 + λ12 i λ2 + λ12, redom. Autori su
uveli proces oblika

Xn = Kmin(Xn−1, Yn−1, ηn1)

i
Yn = Kmin(Xn−1, Yn−1, ηn2)

gde je λ1 > 0, λ2 > 0 λ12 > 0, K > λ/λ12, λ = λ1+λ2+λ12 , {(ηn1, ηn2), n ≥
1} je niz nezavisnih i identiqki raspodeǉenih sluqajnih vektora
i sluqajni vektori (Xm, Ym) i (ηn1, ηn2) su nezavisni za m < n.
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1.2 Modifikovani negativni binomni
operator

Za operator ” ⋄ ” definisan na slede�i naqin

α ⋄X =
X+1∑
i=1

Gi, (1.2.1)

gde je

� α > 0

� {Gi} niz nezavisnih i jednako raspodeǉenih sluqajnih pro-
menǉivih sa geometrijskom marginalnom raspodelom, gde je
veovatno�a raspodele oblika

P (Gi = x) =
αx

(1 + α)x+1
, x ∈ N0, (1.2.2)

� sluqajne promenǉive {Gi} i X su me�usobno nezavisne, za
svako i ≥ 1,

ka�emo da je modifikovani negativni binomni operator. Ovakav
operator uveli su Zhang, Wang i Fan (2020). Osobine ovog opera-
tora detaǉno su razmatrane u poglavǉu 2.1.

Koristi�emo oznaku Gi ∼ Geom
(

α
1+α

)
za sluqajnu promenǉivu

Gi sa verovatno�om raspodele date u (1.2.2).
Iz (1.2.1), mo�emo zakǉuqiti da je α ⋄ 0 = G1, xto znaqi da je

α⋄0 geometrijski raspodeǉena sluqajna promenǉiva. Dakle, ima-
mo da je α ⋄ 0 ̸≡ 0, te prime�ujemo da koriste�i ovaj operator
mo�emo izbe�i problem konstantnog ponavǉaǌa nule tokom vre-
mena koji se mo�e pojaviti kada razmatramo minifikacioni model
zasnovan na binomnom ili negativnom binomnom tining opera-
toru. Kao posledicu ove diskusije, u disertaciji �emo uvesti
diskretni minifikacioni model oblika Xt = min(α⋄Xt−1, εt), t ∈ Z,
gde je ”α ⋄ ” modifikovani negativni binomni operator definisan
u (1.2.1).



Glava 2

Geometrijski minifikacioni
INAR(1) model

U ovoj glavi izuqava�emo minifikacioni celobrojni autore-
gresivni model prvog reda. Motiv za uvo�eǌe ovog modela je re-
xavaǌe problema koji mo�e nastati prilikom korix�eǌa binom-
nog tining operatora ili negativnog binomnog tining operatora.
Zapravo, ukoliko se jedan od ova dva tining operatora koristi
za konstrukciju minifikacionog procesa, mogu�e je da tokom vre-
mena model dostigne konstantnu vrednost nula. Kao rexeǌe ovog
problema, Aleksić i Ristić (2021) su konstruisali novi minifika-
cioni model upotrebom modifikovanog negativnog binomnog ope-
ratora definisanog u (1.2.1).

Najpre �emo u poglavǉu 2.1 definisati minifikacioni model
baziran na modifikovanom negativnom binomnom operatoru. Prvo
�emo dati definiciju modela u opxtem sluqaju, a onda detaǉnije
razmatrati specijalan sluqaj modela sa geometrijskom marginal-
nom raspodelom. Zatim, u poglavǉu 2.2 objasni�emo kojih su
karakteristika podaci koji se mogu predstaviti ovim modelom. U
poglavǉu 2.3 navex�emo neke od osnovnih osobina modela, pred-
staviti uslovne statistiqke veliqine i autokorelacionu struk-
turu modela. Detaǉno �emo diskutovati oceǌivaǌe nepoznatih
parametara u poglavǉu 2.4. Ovu glavu zavrxi�emo poglavǉem
2.5, u kome �emo dati primer primene ovog modela na realnim
podacima.



Konstrukcija modela 19

2.1 Konstrukcija modela
Kako se konstrukcija modela bazira na modifikovanom negati-

vnom binomnom operatoru, definisanom u Zhang, Wang i Fan (2020),
pre svega navodimo glavne osobine ovog operatora. Na osnovu
definicije operatora

α ⋄X =
X+1∑
i=1

Gi

gde je {Gi} niz nezavisnih i identiqki raspodeǉenih sluqajnih
promenǉivih sa geometrijskom marginalnom raspodelom i

P (Gi = x) =
αx

(1 + α)x+1
, x ∈ N0,

mo�emo primetiti da za dato X, sluqajna promenǉiva α ⋄X pred-
stavǉa sumu X + 1 geometrijski raspodeǉenih sluqajnih promen-
ǉivih sa geometrijskom Geom( α

1+α
) raspodelom. Sada �emo odre-

diti raspodelu sluqajne promenǉive α⋄X | X, koriste�i uslovnu
funkciju generatrise verovatno�e za α ⋄X | X, koja je oblika

E(sα⋄X |X) = E(s
∑X+1

i=1 Gi |X). (2.1.1)

Kako je {Gi} niz nezavisnih i identiqki raspodeǉenih sluqajnih
promenǉivih sa raspodelom Geom( α

1+α
), uslovna funkcija genera-

trise verovatno�e je

E(sα⋄X |X) = (E(sG1))1+X = (1 + α− αs)−1−X , |s| < 1 + α

α
, (2.1.2)

na osnovu qega mo�emo zakǉuqiti da je raspodela sluqajne pro-
menǉive α ⋄ X | X negativna binomna raspodela NB(X + 1, α

1+α
),

odre�ena jednaqinom

P (α ⋄X = x | X = m) =

(
m+ x

x

)(
1

1 + α

)m+1(
α

1 + α

)x

, x,m ∈ N0.

Na osnovu prethodnog imamo da su uslovno oqekivaǌe i uslovna
disperzija sluqajne promenǉive α ⋄ X za dato X, redom, oblika
E(α ⋄X | X) = α(X + 1) i D(α ⋄X | X) = α(1 + α)(X + 1).
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Sada �emo najpre dati definiciju diskretnog minifikacionog
modela sa nenegativnim celobrojnim vrednostima u opxtem slu-
qaju, bez navo�eǌa raspodele sluqajne promenǉive Xt.

Definicija 2.1.1 Vremenski niz {Xt, t ∈ Z}, dat sa

Xt = min(α ⋄Xt−1, εt), t ∈ Z, α > 0, (2.1.3)

nazivamo minifikacioni INAR(1) model prvog reda (min-INAR(1))
ako zadovoǉava slede�e uslove:

(i) {εt, t ∈ Z} je niz nezavisnih jednako raspodeǉenih sluqajnih
promenǉivih,

(ii) brojaqki nizovi sadr�ani u α ⋄ Xt−1 su me�usobno nezavisni,
za t ∈ Z,

(iii) brojaqki nizovi sadr�ani u α⋄Xt−1 su nezavisni od sluqajnih
promenǉivih Xt−1 i εt, za t ∈ Z,

(iv) za svako t ̸= k ∈ Z, brojaqki nizovi sadr�ani u α ⋄ Xt−1 i
α ⋄Xk−1 su nezavisni,

(v) za svako l ∈ N i za svako t ∈ Z sluqajne promenǉive Xt−l i εt
su nezavisne sluqajne promenǉive.

U nastavku �emo posmatrati model pod pretpostavkom da slu-
qajna promenǉiva Xt ima geometrijsku raspodelu Geom

(
µ

1+µ

)
, µ >

0, za svako t, tj. posmatra�emo min-INAR(1) model sa geometrij-
skom marginalnom raspodelom.

Kao xto je poznato, model je u potpunosti odre�en ukoliko
je poznata raspodela inovacionog niza {εt, t ∈ Z}. U slede�em
tvr�eǌu predstavi�emo raspodelu sluqajne promenǉive εt pod
pretpostavkom da min-INAR(1) model {Xt, t ∈ Z} ima geometrijsku
marginalnu raspodelu.

Tvr�eǌe 2.1.1 Neka je {Xt, t ∈ Z} min-INAR(1) model definisan u
(2.1.3) sa geometrijskom marginalnom Geom( µ

1+µ
) raspodelom, µ >

0. Tada sluqajna promenǉiva εt ima geometrijsku Geom
(µ[1+α(1+µ)]

α(1+µ)2

)
raspodelu ako i samo ako je α > µ

1+µ
.
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Dokaz. Neka je {Xt, t ∈ Z} min-INAR(1) model definisan u (2.1.3)
sa geometrijskom marginalnom raspodelom Geom( µ

1+µ
), µ > 0 i neka

je x proizvoǉan nenegativan ceo broj. Tada, na osnovu definicije
min-INAR(1) modela {Xt, t ∈ Z} imamo da je

P (Xt ≥ x) = P (min(α ⋄Xt−1, εt) ≥ x) = P (α ⋄Xt−1 ≥ x, εt ≥ x).

Iz definicije modela imamo da su sluqajne promenǉive α ⋄ Xt−1

i εt nezavisne za svako t ∈ Z, te je verovatno�a oblika

P (Xt ≥ x) = P (α ⋄Xt−1 ≥ x)P (εt ≥ x).

Sada, na osnovu prethodne jednaqine va�i

P (εt ≥ x) =
P (Xt ≥ x)

P (α ⋄Xt ≥ x)
. (2.1.4)

Desna strana u (2.1.4) je dobro definisana ukoliko uzima vredno-
sti iz intervala [0, 1], ukoliko je monotono opadaju�a funkcija i
ukoliko konvergira ka 1 i 0 kada x konvergira 0 i ∞, redom.
Pokaza�emo potrebne i dovoǉne uslove na osnovu kojih sledi do-
bra definisanost date raspodele.

Sluqajna promenǉiva Xt ima geometerijsku Geom( µ
1+µ

) raspo-
delu, odakle je

P (Xt ≥ x) =
∞∑
i=x

( µ

1 + µ

)i(
1− µ

1 + µ

)
=

1

1 + µ

∞∑
i=0

( µ

1 + µ

)i+x

=
( µ

1 + µ

)x
.

(2.1.5)

Posmatrajmo sada raspodelu sluqajne promenǉive α⋄Xt−1. Najpre,
koriste�i uslovnu funkciju generatrise verovatno�e (2.1.2), do-
bijamo rezultat

E(sα⋄X) = E(E(sα⋄X | X))

= E
(
(1 + α− αs)−1−X

)
= (1 + α− αs)−1 · E((1 + α− αs)−X)

= (1 + α− αs)−1ΦX((1 + α− αs)−1), (2.1.6)
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gde je ΦX funkcija generatrise verovatno�e sluqajne promenǉive
X. Kako je za sluqajnu promenǉivu Xt−1 raspodela geometrijska
Geom( µ

1+µ
) i funkcija generatrise verovatno�e ΦX(s) = (1 + α −

αs)−1, sledi

E(sα⋄X) = (1 + α− αs)−1 1

1 + µ− 1
1+α−αs

µ

=
1

1 + α(1 + µ)− α(1 + µ)s
. (2.1.7)

Na osnovu prethodnog mo�emo zakǉuqiti da je funkcija genera-
trise verovatno�e sluqajne promenǉive α ⋄X oblika

Φα⋄X(s) = [1 + α(1 + µ)− α(1 + µ)s]−1, |s| < 1 + α(1 + µ)

α(1 + µ)
.

Sada mo�emo zakǉuqiti da sluqajna promenǉiva α ⋄X ima geome-
trijsku raspodelu Geom

(
α(1+µ)

1+α(1+µ)

)
i da va�i

P (α ⋄Xt−1 ≥ x) =
( α(1 + µ)

1 + α(1 + µ)

)x
. (2.1.8)

Zamenom (2.1.5) i (2.1.8) u (2.1.4) sledi

P (εt ≥ x) =

(
µ

1+µ

)x
(

α(1+µ)
1+α(1+µ)

)x =

(
µ[1 + α(1 + µ)]

α(1 + µ)2

)x

. (2.1.9)

Desna strana izraza (2.1.9) je dobro definisana ukoliko je iz
intervala [0, 1], opadaju�a funkcija i konvergira ka 1 i 0 kada x
konvergira ka 0 i ∞. Oqigledno, navedeni uslovi su ispuǌeni
ako i samo ako je µ[1+α(1+µ)]

α(1+µ)2
< 1, tj. ako i samo ako je α > µ

1+µ
.

Ovim smo pokazali da sluqajna promenǉiva εt ima geometrisku
raspodelu Geom

(µ[1+α(1+µ)]
α(1+µ)2

)
ako i samo ako je α > µ

1+µ
, xto je i

trebalo pokazati. 2

Napomena 2.1.1 Prethodnom teoremom je pokazano da je min-INAR(1)
model sa geometrijskom marginalnom raspodelom definisan ako i
samo ako je α > µ

1+µ
. S druge strane, NGINAR(1) model je dobro

definisan za α ≤ µ
1+µ

. Mo�emo zakǉuqiti da ova dva modela upot-
puǌuju jedan drugog.
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2.2 Karakteristike podataka koji se opi-
suju min-INAR(1) modelom

Iz same definicije modela nije najjasnije ponaxaǌe samog mo-
dela, a najvixe zbog toga xto se u okviru minimuma primeǌuje
operator koji nije ni tining operator niti operator zguxǌavaǌa,
ve� operator koji mo�e dovesti do vrednosti koje su ve�e ili
maǌe od vrednosti promenǉive na kojoj se primeǌuje. Zbog toga
smo modelirali realizacije ovog modela za dva sluqaja kada je u
pitaǌu marginalna geometrijska raspodela. U prvom sluqaju smo
modelirali 200 vrednosti ovog vremenskog niza za stvarne vre-
dnosti parametara µ = 1 i α = 0.8, dok su u drugom sluqaju posma-
trane vrednosti µ = 5 i α = 2. Ove dve realizacije su prikazane
na slici 2.1. Sa slike mo�emo da uoqimo da se ponaxaǌe ovog
modela razlikuje od ponaxaǌa klasiqnih INAR modela i max-
INAR modela, definisanih u Scotto i ostali (2018). Naime, kod
klasiqnih INAR modela imamo da se podaci sluqajno pojavǉuju u
oba smera, i gore i dole. Kod max-INAR modela odjednom dolazi do
trenutnog skoka velike vrednosti koju zatim prati niz opadaju�ih
vrednosti. S druge strane, ponaxaǌe min-INAR(1) modela je samo
u jednom delu sliqno ponaxaǌu max-INAR modela. Zapravo, kod
ova dva modela imamo da nakon velike ekstremne vrednosti dolazi
do niza opadaju�ih vrednosti. Me�utim, razlika je u tome kako
se dolazi do velike ekstremne vrednosti. Kod min-INAR modela
imamo da se do velike ekstremne vrednosti dolazi nakon niza od
nekoliko rastu�ih vrednosti. Ovakav vid ponaxaǌa je tipiqan
kod nekih prebrojavaǌa sluqajeva raznih bolesti ili infekcija,
gde u jednom vremenskom periodu dolazi do rasta broja sluqa-
jeva, a zatim ide period opadaǌa broja sluqajeva. Znaqi, mode-
lom se mogu opisati podaci izazvani nekim ekstremnim doga�a-
jima. Prema tome, kasnije �emo diskutovati primer skupa real-
nih podataka koji je opisan ovim modelom. Realni podaci, u ovom
sluqaju, predstavǉaju broj osoba inficiranih deqijom paralizom
u Sjediǌenim Ameriqkim Dr�avama.
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Slika 2.1: Dve realizacije minifikacionog modela sa geometri-
jskom raspodelom za neke stvarne vrednosti parametara.
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2.3 Osobine min-INAR(1) modela
U ovom poglavǉu pokaza�emo neke od va�nijih osobina diskre-

tnog geometrijskog minifikacionog INAR(1) modela sa nenegati-
vnim celobrojnim vrednostima. Svojstva koja u ovom poglavǉu
budemo pokazali koristi�emo kasnije za oceǌivaǌe nepoznatih
parametara, za proveru osobina predvi�aǌa korak unapred na
osnovu novog modela i za proveru primenǉivosti i adekvatnosti
modela na realnim podacima.

Napomena 2.3.1 Kao xto je poznato, sluqajna promenǉiva Z sa ge-
ometrijskom raspodelom Geom( ν

1+ν
), ν > 0, ima oqekivaǌe ν i di-

sperziju ν(1 + ν). Za sluqajnu promenǉivu εt, parametar ν je oblika
ν = µ[1+α(1+µ)]

α+αµ−µ
, odakle sledi da sluqajna promenǉiva εt ima oqekivaǌe

E(εt) =
µ[1+α(1+µ)]
α+αµ−µ

i disperziju V ar(εt) =
αµ(1+µ)2[1+α(1+µ)]

(α+αµ−µ)2
.

Sada, iz tvr�eǌa (2.1.1) mo�emo zakǉuqiti da je model sa geo-
metrijskom marginalnom raspodelom definisan ako i samo ako je
α > µ/(1 + µ). Stoga, veoma je bitno posmatrati sluqaj kada je α
blizu µ/(1 + µ). U tom sluqaju imamo da je P (εt ≥ x) ≈ 1 za svako
x ∈ N0. Zapravo, mo�emo podrazumevati da je εt = ∞ za svako t ∈ Z
i da Xt zadovoǉava Xt ≈ α⋄Xt−1. Neke od osobina koje se odnose na
ovaj graniqni sluqaj bi�e razmatrane kasnije kada budemo govo-
rili o oceǌivaǌu nepoznatih parametara i predvi�aǌu za korak
unapred.

Na osnovu prethodno navedenih rezultata, mo�emo definisati
min-INAR(1) model sa geometrijskom marginalnom raspodelom.

Definicija 2.3.1 Za {Xt, t ∈ Z} ka�emo da je geometrijski mi-
nifikacioni INAR(1) model ukoliko je min-INAR(1) model sa geome-
trijskom marginalnom raspodelom Geom

(
µ

1+µ

)
za µ > 0 i α > µ

1+µ
.

Najpre �emo se osvrnuti na dve bitne osobine modela i na
verovatno�e prelaza, koje �e biti potrebne za izvo�eǌe uslovne
logaritamske funkcije verodostojnosti.

Lema 2.3.1 (Shiryaev, 1995, str.379) Neka je dat niz sluqajnih
promenǉivih ξ0, ξ±1, ξ±2, . . . Ako je Fn = σ(ξn, ξn−1, . . . ) σ-algebra ge-

nerisana sa {ξn, ξn−1, . . . }, onda je X =
−∞⋂
n=0

Fn, repna σ-algebra.
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Lema 2.3.2 (Shiryaev, 1995, str.381) Ako je ξ0, ξ±1, ξ±2, . . . niz ne-
zavisnih sluqajnih promenǉivih i ako je A ∈ X , gde je X definisano
u Lemi 2.3.1, tada je P (A) = 0 ili P (A) = 1.

Tvr�eǌe 2.3.1 Neka je {Xt, t ∈ Z} geometrijski minifikacioni
INAR(1) model dat u (2.1.3) i neka je θ = µ[1+α(1+µ)]

α(1+µ)2
. Tada je {Xt, t ∈

Z} strogo stacionaran i ergodiqan proces sa verovatno�ama prelaza

P (Xt = x | Xt−1 = y) = θx
(
x+ y

x

)(
α

1 + α

)x(
1

1 + α

)y+1

+ (1− θ)θx
[
1−

x∑
i=0

(
i+ y

i

)(
α

1 + α

)i(
1

1 + α

)y+1]
,

(2.3.1)

x, y ∈ N0.

Dokaz. Neka su x i y proizvoǉni nenegativni celi brojevi. Ve-
rovatno�a prelaza se jednostavno mo�e predstaviti na slede�i
naqin

π(x|y) ≡ P (Xt = x | Xt−1 = y)

= P (Xt ≥ x | Xt−1 = y)− P (Xt ≥ x+ 1 | Xt−1 = y).
(2.3.2)

Prvo �emo posmatrati uslovnu verovatno�u P (Xt ≥ x | Xt−1 = y).
Korix�eǌem osobine nezavisnosti sluqajnih promenǉivih εt i
α ⋄Xt−1 dobijamo da je

P (Xt ≥ x | Xt−1 = y) = P (min(α ⋄Xt−1, εt) ≥ x|Xt−1 = y)

= P (α ⋄Xt−1 ≥ x|Xt−1 = y)P (εt ≥ x).
(2.3.3)

Posmatrajmo sada sluqajnu promenǉivu α ⋄ X | X. Na poqetku
ove glave, napomenuli smo da sluqajna promenǉiva α ⋄X | X ima
negativnu binomnu raspodelu NB(X+1, α

1+α
), odakle sledi da uko-

liko je Xt−1 = y, tada α ⋄ Xt−1 ima negativnu binomnu raspodelu
NB(y + 1, α

1+α
) i va�i da je

P (α ⋄Xt−1 ≥ x|Xt−1 = y) =
∞∑
i=x

(
i+ y

i

)(
α

1 + α

)i(
1

1 + α

)y+1

.
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Na osnovu raspodele sluqajne promenǉive εt, koja je data u tvr-
�eǌu 2.1.1 i uvo�eǌem smene θ = µ[1+α(1+µ)]

α(1+µ)2
imamo da je

P (εt ≥ x) = θx.

Sada mo�emo zakǉuqiti da je

P (Xt ≥ x | Xt−1 = y) = θx
∞∑
i=x

(
i+ y

i

)(
α

1 + α

)i(
1

1 + α

)y+1

. (2.3.4)

Sliqno, mo�emo primetiti da je

P (Xt ≥ x+ 1 | Xt−1 = y) = θx+1

∞∑
i=x+1

(
i+ y

i

)(
α

1 + α

)i(
1

1 + α

)y+1

.

Uzimaju�i razliku dve posledǌe posmatrane uslovne raspodele,
sledi

π(x|y) = θx
∞∑

i=x+1

(
i+ y

i

)(
α

1 + α

)i(
1

1 + α

)y+1

+ θx
(
x+ y

x

)(
α

1 + α

)x(
1

1 + α

)y+1

− θx+1

∞∑
i=x+1

(
i+ y

i

)(
α

1 + α

)i(
1

1 + α

)y+1

= θx
(
x+ y

x

)(
α

1 + α

)x(
1

1 + α

)y+1

+ (1− θ)θx
∞∑

i=x+1

(
i+ y

i

)(
α

1 + α

)i(
1

1 + α

)y+1

. (2.3.5)

Korix�eǌem osobine negativne binomne raspodele da je
∞∑

i=x+1

(
i+ y

i

)(
α

1 + α

)i(
1

1 + α

)y+1

= 1−
x∑

i=0

(
i+ y

i

)(
α

1 + α

)i(
1

1 + α

)y+1

,

dobijamo da je oblik verovatno�e prelaza

P (Xt = x | Xt−1 = y) = θx
(
x+ y

x

)(
α

1 + α

)x(
1

1 + α

)y+1

+ (1− θ)θx
[
1−

x∑
i=0

(
i+ y

i

)(
α

1 + α

)i(
1

1 + α

)y+1]
,

(2.3.6)
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x, y ∈ N0, xto je i trebalo pokazati.
Ostalo je da poka�emo da je model strogo stacionaran i ergo-

diqan. Poka�imo prvo osobinu stacionarnosti. Dovoǉno je po-
kazati da je

P (X1 = x1, . . . , Xn = xn) = P (X1+h = x1, . . . , Xn+h = xn),

zadovoǉeno za svako h ∈ N0 i n ∈ N. Kako je ovo Markovǉev proces
prvog reda, prethodni uslov je ekvivalentan sa

P (X1 = x1)
n∏

i=2

P (Xi = xi | Xi−1 = xi−1) = P (X1+h = x1)

×
n∏

i=2

P (Xi+h = xi | Xi+h−1 = xi−1).

Kako verovatno�a prelaza data u (2.3.1) ima isti oblik za
svako t ∈ Z, mo�emo zakǉuqiti da su leva i desna strana prethodne
jednakosti zaista jednake, tj. da je model strogo stacionaran.

Sada �emo pokazati ergodiqnost. Za proces {Xt}, pokazali
smo da je strogo stacionaran proces. Neka je A proizvoǉan do-
ga�aj koji je invarijantan u odnosu na proces {Xt}. Iz defini-
cije 2 iz Shiryaev (1995, str.413), imamo da je strogo stacionaran
proces {Xt} ergodiqan ako je verovatno�a proizvoǉnog invari-
jantnog doga�aja u odnosu na ovaj proces jednaka 0 ili 1, tj. u-
koliko je P (A) = 0 ili P (A) = 1. Kako je σ-algebra generisana
sluqajnim promenǉivama Xt, Xt−1, . . . , ona pripada i σ-algebri
F(εt, Y

(t−1), εt−1, Y
(t−2), . . . ), gde Y (t) predstavǉa brojaqki niz kojim

je generisana sluqajna promenǉiva Xt. Sada, baziraju�i se na
dokaz teoreme Teorema 2 u Ristić, Nastić (2012), imamo da je

A ∈
−∞⋂
t=0

F(εt, Y
(t−1), εt−1, Y

(t−2), . . . ). (2.3.7)

Na osnovu Leme 2.3.1, desna strana u (2.3.7) je repna σ-algebra, te
na osnovu Leme 2.3.2 sledi da je verovatno�a doga�aja A jednaka
0 ili 1, tj. P (A) = 0 ili P (A) = 1. Iz prethodnog zakǉuqujemo da
je proces ergodiqan. 2
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2.3.1 Uslovne statistiqke veliqine
Prvo �emo predstaviti uslovno oqekivaǌe E(Xt|Xt−1) i uslovnu

disperziju D(Xt|Xt−1). Poqe�emo sa uslovnim oqekivaǌem. Ovaj
rezultat �e kasnije biti potreban za oceǌivaǌe metodom uslovnih
najmaǌih kvadrata, za korak unapred predvi�aǌe i za odre�ivaǌe
standardizovanih Pirsonovih reziduala.

Tvr�eǌe 2.3.2 Neka je {Xt, t ∈ Z} geometrijski minifikacioni
INAR(1) model definisan u (2.1.3) i neka je θ = µ[1+α(1+µ)]

α(1+µ)2
. Tada je

uslovno oqekivaǌe sluqajne promenǉive Xt za dato Xt−1 slede�eg ob-
lika

E(Xt|Xt−1) =
θ

1− θ

[
1−

(
1

1 + α− αθ

)1+Xt−1
]
. (2.3.8)

Dokaz. Prvo �emo posmatrati uslovnu funkciju generatrise ve-
rovatno�e E(sXt |Xt−1). Ova funkcija nam je potrebna za lakxe
izraqunavaǌe uslovnog oqekivaǌa E(Xt|Xt−1). Neka je y proizvo-
ǉan nenegativan ceo broj. Uslovna funkcija generatrise verova-
tno�e sluqajne promenǉive Xt za dato Xt−1 = y mo�e biti odre-
�ena pomo�u verovatno�e prelaza kao

E(sXt |Xt−1 = y) =
∞∑
x=0

sxP (Xt = x|Xt−1 = y), |s| < α(1 + µ)2

µ[1 + α(1 + µ)]
.

(2.3.9)
Koriste�i dokaz tvr�eǌa 2.3.1 imamo da se uslovna verovatno�a
P (Xt = x|Xt−1 = y) mo�e izraziti kao razlika uslovnih verovatno-
�a P (Xt ≥ x|Xt−1 = y) i P (Xt ≥ x + 1|Xt−1 = y). Korix�eǌem ovog
predstavǉaǌa, uslovna funkcija generatrise verovatno�e je

E(sXt |Xt−1 = y) =
∞∑
x=0

sxP (Xt ≥ x|Xt−1 = y)

−
∞∑
x=0

sxP (Xt ≥ x+ 1|Xt−1 = y),

(2.3.10)

odnosno, va�i da je
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E(sXt |Xt−1 = y) = s0P (Xt ≥ 0|Xt−1 = y) +
∞∑
x=1

sxP (Xt ≥ x|Xt−1 = y)

−
∞∑
x=1

sx−1P (Xt ≥ x|Xt−1 = y)

= 1 + (1− s−1)
∞∑
x=1

sxP (Xt ≥ x|Xt−1 = y). (2.3.11)

Posmatrajmo sada sumu
∑∞

x=1 s
xP (Xt ≥ x|Xt−1 = y). Iz (2.3.4) je

∞∑
x=1

sxP (Xt ≥ x|Xt−1 = y) =
∞∑
x=1

(θs)x
∞∑
i=x

(
i+ y

i

)(
α

1 + α

)i(
1

1 + α

)y+1

,

gde promenom mesta sumama u prethodnom izrazu dolazimo do je-
dnakosti

∞∑
x=1

sxP (Xt ≥ x|Xt−1 = y) =
∞∑
i=1

i∑
x=1

(θs)x
(
i+ y

i

)(
α

1 + α

)i(
1

1 + α

)y+1

.

(2.3.12)

Kako je α > µ
1+µ

i |s| ≤ 1 sledi da je θ < 1, a samim tim i
∑i

x=1(θs)
x =

θs1−(θs)i

1−θs
, te imamo da je

∞∑
x=1

sxP (Xt ≥ x|Xt−1 = y) =
θs

1− θs

×
∞∑
i=0

[1− (θs)i]

(
i+ y

i

)(
α

1 + α

)i(
1

1 + α

)y+1

.

(2.3.13)

Primenom jednakosti

∞∑
i=0

(
i+ y

i

)(
α

1 + α

)i(
1

1 + α

)y+1

= 1
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i
∞∑
i=0

(θs)i
(
i+ y

i

)(
α

1 + α

)i(
1

1 + α

)y+1

= E((θs)NB(y+1, α
1+α

))

= (1 + α− αθs)−1−y,

(2.3.14)

direktnim raqunom dolazimo do

∞∑
x=1

sxP (Xt ≥ x|Xt−1 = y) =
θs

1− θs
[1− (1 + α− αθs)−1−y].

Zamenom posledǌeg rezultata u (2.3.11), dobijamo izraz za uslovnu
funkciju generatrise verovatno�e

E(sXt |Xt−1) =
1− θ

1− θs
+
θ(1− s)

1− θs

(
1

1 + α− αθs

)1+Xt−1

, |s| < α(1 + µ)2

µ[1 + α(1 + µ)]
.

(2.3.15)
Za odre�ivaǌe uslovnog oqekivaǌa E(Xt|Xt−1), koristimo uslo-

vnu funkciju generatrise verovatno�e datu u (2.3.15), gde je y
proizvoǉan nenegativan ceo broj. Prvo �emo posmatrati prvi
parcijalni izvod funkcije (2.3.15) po promenǉivoj s. Nakon je-
dnostavnog raquna dobijamo da je

∂E(sXt | Xt−1 = y)

∂s
=

θ(1− θ)

(1− θs)2
− θ(1− θ)

(1− θs)2
(1 + α− αθs)−y−1

+
αθ2(1− s)

1− θs
(y + 1)(1 + α− αθs)−y−2.

(2.3.16)

Sada, za s = 1 u prethodnoj jednakosti i zamenom y sa Xt−1, konaqno
zakǉuqujemo da je

E(Xt|Xt−1) =
θ

1− θ

[
1−

(
1

1 + α− αθ

)1+Xt−1
]
,

qime smo dokazali tvr�eǌe. 2

Na osnovu tvr�eǌa 2.3.2, mo�emo zakǉuqiti da uslovno oqeki-
vaǌe u sluqaju geometrijskog minifikacionog INAR(1) modela je
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nelinearna funkcija, xto nije sluqaj sa INAR(1) modelima. Uslo-
vno oqekivaǌe kod INAR(1) modela je linearna funkcija. Kod ge-
ometrijskog minifikacionog INAR(1) modela ovakav oblik uslov-
nog oqekivaǌa je oqekivan, jer se geometrijski minifikacioni
INAR(1) model koristi za opisivaǌe ekstremnih doga�aja pome-
nutih ranije u poglavǉu 2.2. Napomenimo da je uslovno oqeki-
vaǌe modela koji je konstruisao Littlejohn (1992) tako�e neli-
nearna funkcija. Vredi pomenuti da se sliqni oblici mogu do-
biti i za uslovna oqekivaǌa E(Xt|Xt−k), k > 1, u sluqaju geo-
metrijskog minifikacionog INAR(1) modela. ǋihovi izrazi se
ne mogu svesti na jednostavnije oblike, ali se mogu predstaviti
u oblicima koji su veoma korisni za odre�ivaǌe autokorelacije
reda k ≥ 1. Slede�om lemom, predstavi�emo oblik uslovnog oqeki-
vaǌa sluqajne promenǉive Xt za dato Xt−k, k ≥ 1.

Lema 2.3.3 Neka je {Xt, t ∈ Z} geometrijski minifikacioni INAR(1)

model definisan u (2.1.3), θ = µ[1+α(1+µ)]
α(1+µ)2

, a = θ
1−θ

, A(s) = θ(1−s)
1−θs

,
B(s) = (1 + α − αθs)−1, C(s) = A(s)B(s), D(s) = 1 − A(s) i neka je
B(k)(s) = B(B(. . . B(s))), gde se B primeǌuje k puta. Tada je uslovno
oqekivaǌe E(Xt|Xt−k) slede�eg oblika

E(Xt|Xt−k) = a− aB(1)
k−1∑
i=1

(
i−1∏
j=1

C(B(j)(1))

)
D(B(i)(1))

− aB(1)

(
k−1∏
j=1

C(B(j)(1))

)
(B(k)(1))Xt−k ,

gde je
0∏

j=1

C(B(j)(1)) = 1 i
0∑

i=1

(
i−1∏
j=0

C(B(j)(1))

)
D(B(i)(1)) = 0.

Dokaz. Za dokaz ove leme koristi�emo matematiqku indukciju. Za
k = 1 smo va� pokazali da je

E(Xt|Xt−1) =
θ

1− θ

[
1−

(
1

1 + α− αθ

)1+Xt−1
]
.

Korix�eǌem smena datih u formulaciji tvr�eǌa, uslovno oqeki-
vaǌe se mo�e predstaviti na slede�i naqin
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E(Xt|Xt−1) = a− aB(1)(B(1)(1))Xt−1 =
θ

1− θ

[
1−

(
1

1 + α− αθ

)1+Xt−1
]
.

Dakle, tvr�eǌe je taqno za k = 1. Pretpostavimo sada da je
tvr�eǌe taqno za k = l i poka�imo da je taqno i za k = l+1. Prvo,
imamo da je

E(Xt|Xt−l−1) = a− aB(1)
l−1∑
i=1

(
i−1∏
j=1

C(B(j)(1))

)
D(B(i)(1))

− aB(1)

(
l−1∏
j=1

C(B(j)(1))

)
E
(
(B(l)(1))Xt−l |Xt−l−1

)
.

(2.3.17)

Daǉe, da bismo odredili E
(
(B(l)(1))Xt−l |Xt−l−1

)
, koristi�emo je-

dnakost (2.3.15), koju �emo posmatrati kada je s = B(l)(1). Sada,
imamo da je

E
(
(B(l)(1))Xt−l |Xt−l−1

)
= 1− A(B(l)(1))

+ A(B(l)(1))B(B(l)(1))(B(l+1)(1))Xt−l−1

= D(B(l)(1)) + C(B(l)(1))(B(l+1)(1))Xt−l−1 .

(2.3.18)

Zamenom (2.3.18) u (2.3.17) sledi jednakost

E(Xt|Xt−l−1) = a− aB(1)
l∑

i=1

(
i−1∏
j=1

C(B(j)(1))

)
D(B(i)(1))

− aB(1)

(
l∏

j=1

C(B(j)(1))

)
(B(l+1)(1))Xt−l−1 ,

(2.3.19)

qime je tvr�eǌe pokazano. 2

Slede�im tvr�eǌem pokaza�emo oblik uslovne disperzije slu-
qajne promenǉive Xt za dato Xt−1.
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Tvr�eǌe 2.3.3 Neka je {Xt, t ∈ Z} geometrijski minifikacioni
INAR(1) model definisan u (2.1.3) i neka je θ = µ[1+α(1+µ)]

α(1+µ)2
. Tada je

uslovna disperzija sluqajne promenǉive Xt za dato Xt−1

D(Xt|Xt−1) =
θ

(1− θ)2
− θ

1− θ
(1 + α− αθ)−1−Xt−1

− 2αθ2

1− θ
(1 +Xt−1)(1 + α− αθ)−2−Xt−1

− θ2

(1− θ)2
(1 + α− αθ)−2−2Xt−1 . (2.3.20)

Dokaz. Za uslovnu disperziju D(Xt|Xt−1) va�i da je

D(Xt|Xt−1) = E(Xt(Xt− 1)|Xt−1)+E(Xt|Xt−1)− (E(Xt|Xt−1))
2, (2.3.21)

gde se uslovno oqekivaǌe E(Xt(Xt − 1)|Xt−1) mo�e posmatrati kao

E(Xt(Xt − 1)|Xt−1) =
∂2E(sXt |Xt−1)

∂s2

∣∣∣
s=1

.

Prvo, raqunaǌem drugog parcijalnog izvoda u odnosu na s od
uslovne funkcije generatrise verovatno�e koja je data u (2.3.15)
i postavǉaǌem da je s = 1, dolazimo do jednakosti

E(Xt(Xt − 1)|Xt−1) =
2θ2

(1− θ)2
− 2θ2

(1− θ)2
(1 + α− αθ)−1−Xt−1

− 2αθ2

1− θ
(1 +Xt−1)(1 + α− αθ)−2−Xt−1 .

(2.3.22)

Sada, zamenom posledǌe jednakosti u (2.3.21) zajedno sa uslovnim
oqekivaǌem E(Xt|Xt−1), datim u (2.3.8), za krajǌi oblik uslovne
disperzije dobijamo izraz (2.3.20), xto je i trebalo pokazati. 2

Na osnovu prethodnog tvr�eǌa, zakǉuqujemo da je kod geome-
trijskog minifikacionog INAR(1) modela, uslovna disperzija ne-
linearna funkcija, xto je sluqaj i za uslovno oqekivaǌe. S druge
strane, uslovna disperzija je linearna funkcija kod INAR(1) mo-
dela.
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2.3.2 Autokorelaciona struktura modela
U nastavku �emo posmatrati i diskutovati autokovarijansnu

i autokorelacionu strukturu modela. Pokaza�emo da ovaj model
ima autokovarijansnu i autokorelacionu strukturu sliqnu auto-
kovarijansnoj i autokorelacionoj strukturi INAR(1) modela. Naj-
pre �emo navesti nekoliko pomo�nih rezultata koji �e nam pomo-
�i prilikom odre�ivaǌa autokovarijanse γ(k) ≡ Cov(Xt, Xt−k) i
autokorelacije ρ(k) reda k ≥ 1 ovog modela.

Lema 2.3.4 Neka je {Xt, t ∈ Z} geometrijski minifikacioni INAR(1)
model definisan u (2.1.3). Tada su autokovarijansna i autokorela-
ciona funkcija reda 1 date, redom, kao

γ(1) =
µ2(1 + µ)

1 + α + αµ
, ρ(1) =

µ

1 + α + αµ
.

Dokaz. Prvo �emo posmatrati zajedniqku funkciju generatrise
verovatno�e sluqajnih promenǉivih Xt i Xt−1 koja je oblika

E(uXtvXt−1) = E(E(uXtvXt−1|Xt−1))

=
1− θ

1− θu
E(vXt−1)

+
θ(1− u)

1− θu

(
1

1 + α− αθu

)
E

((
v

1 + α− αθu

)Xt−1
)
,

(2.3.23)

za |u| < α(1+µ)2

µ[1+α(1+µ)]
i |v| < (1+µ)

µ
. Sada, na osnovu qiǌenice da slu-

qajna promenǉiva Xt−1 ima geometrijsku raspodelu sa funkcijom
generatrise verovatno�e E(sXt−1) = (1 + µ− µs)−1, prime�ujemo da
je zajedniqka funkcija generatrise verovatno�e

E(uXtvXt−1) =
1− θ

1− θu
· 1

1 + µ− µv

+
θ(1− u)

1− θu
· 1

(1 + α)(1 + µ)− µv − αθ(1 + µ)u
.

(2.3.24)

Slede�e, imamo da je

E(XtXt−1) =
∂2E(uXtvXt−1)

∂u∂v

∣∣∣
u=1,v=1

=
µ2(2 + α + µ+ αµ)

1 + α + αµ
.
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Sada je autokovarijansna funkcija

γ(1) = Cov(Xt, Xt−1) = E(Xt, Xt−1)− E(Xt)E(Xt−1) =
µ2(1 + µ)

1 + α + αµ
,

dok je autokorelaciona funkcija

ρ(1) = Corr(Xt, Xt−1) =
µ

1 + α + αµ
,

xto je i trebalo pokazati. 2

Iz same definicije modela imamo da je α > µ
1+µ

, odakle sledi
da je µ

1+α+αµ
< µ

1+µ
. Konaqno, za autokorelacionu funkciju mo�emo

zakǉuqiti da je 0 < Corr(Xt, Xt−1) <
µ

1+µ
.

U narednoj lemi posmatra�emo autokovarijansu reda k ≥ 1.

Lema 2.3.5 Neka je {Xt, t ∈ Z} geometrijski minifikacioni INAR(1)

model definisan u (2.1.3), θ = µ[1+α(1+µ)]
α(1+µ)2

, a = θ
1−θ

, A(s) = θ(1−s)
1−θs

,
B(s) = (1 + α − αθs)−1, C(s) = A(s)B(s), D(s) = 1 − A(s) i neka je
B(k)(s) = B(B(. . . B(s))), gde je B primeǌeno k puta. Tada je autoko-
varijansa reda k ≥ 1

γ(k) =
θ

1− θ
B(1)

(
k−1∏
j=1

C(B(j)(1)

)
µ(1 + µ)(1−B(k)(1))

(1 + µ− µB(k)(1))2
.

Dokaz. Na osnovu leme 2.3.3 imamo da je

γ(k) = Cov(E(Xt|Xt−k), Xt−k)

= −aB(1)

(
k−1∏
j=1

C(B(j)(1)

)
Cov((B(k)(1))Xt−k , Xt−k).

(2.3.25)

Sluqajna promenǉiva Xt−k ima geometrijsku raspodelu sa oqeki-
vaǌem µ, pa je na osnovu toga

E
(
(B(k)(1))Xt−kXt−k

)
=

µB(k)(1)

(1 + µ− µB(k)(1))2
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i
E
(
(B(k)(1))Xt−k

)
=

1

1 + µ− µB(k)(1)
.

Sada mo�emo zakǉuqiti da je

Cov((B(k)(1))Xt−k , Xt−k) =
µ(1 + µ)(B(k)(1)− 1)

(1 + µ− µB(k)(1))2
.

Korix�eǌem posledǌeg rezultata za autokovarijansu reda k, ko-
naqno dobijamo da je

γ(k) =
θ

1− θ
B(1)

(
k−1∏
j=1

C(B(j)(1)

)
µ(1 + µ)(1−B(k)(1))

(1 + µ− µB(k)(1))2
.2

Autokorelaciona funkcija reda k ≥ 1 data je slede�im tvr�e-
ǌem.

Tvr�eǌe 2.3.4 Neka je {Xt, t ∈ Z} geometrijski minifikacioni
INAR(1) model definisan u (2.1.3). Tada je autokorelaciona funkcija
reda k ≥ 1

ρ(k) ≡ Corr(Xt, Xt−k) =

(
µ

1 + α + αµ

)k

, k ≥ 1. (2.3.26)

Dokaz. Dokaz ovog tvr�eǌa pokaza�emo matematiqkom indukcijom.
Tvr�eǌe je taqno za k = 1, xto zakǉuqujemo na osnovu leme 2.3.4.
Pretpostavimo da je tvr�eǌe taqno za k = l i poka�imo da va�i i
za k = l + 1. Iz leme 2.3.5 imamo da se autokorelaciona funkcija
reda k = l + 1 mo�e predstaviti na slede�i naqin

ρ(l + 1) =
θ

1− θ
B(1)

(
l∏

j=1

C(B(j)(1)

)
1−B(l+1)(1)

(1 + µ− µB(l+1)(1))2
. (2.3.27)

Kako je trvr�eǌe iz pretpostavke taqno za k = l, imamo da je

ρ(l) =
θ

1− θ
B(1)

(
l−1∏
j=1

C(B(j)(1)

)
1−B(l)(1)

(1 + µ− µB(l)(1))2
=

(
µ

1 + α + αµ

)l

.
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Primenom posledǌe jednakosti u (2.3.27) i korix�eǌem qiǌenice
da je B(l+1)(1) = (1 + α− αθB(l)(1))−1 va�i

ρ(l + 1) =

(
µ

1 + α + αµ

)l

A(B(l)(1))B(B(l)(1))

× (1 + µ− µB(l)(1))2

1−B(l)(1)

1−B(l+1)(1)

(1 + µ− µB(l+1)(1))2

=

(
µ

1 + α + αµ

)l

αθB(l+1)(1)(1 + µ− µB(l)(1))2

× 1 + α− αθB(l)(1)

(1 + α(1 + µ)− αθ(1 + µ)B(l)(1))2

=

(
µ

1 + α + αµ

)l+1

. (2.3.28)

Ovim je tvr�eǌe pokazano. 2

Iz prethodnog tvr�eǌa mo�emo izvesti zakǉuqak da je autoko-
relaciona funkcija bilo kog reda pozitivna i da eksponencijalno
opada kako k → ∞. Tako�e, zakǉuqujemo da model ima istu auto-
korelacionu strukturu kao i INAR(1) modeli. Iako je uslovno
oqekivaǌe za ovaj model nelinearna funkcija, korelaciona struk-
tura se opisuje linearnom funkcijom. Minifikacioni model uve-
den u Littlejohn (1992) tako�e ima nelinearno uslovno oqekivaǌe
i linearnu korelacionu strukturu.
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2.4 Oceǌivaǌe nepoznatih parametara
U ovom odeǉku posmatra�emo ocene nepoznatih parametara µ i

α geometrijskog minifikacionog INAR(1) modela. Predstavi�emo
tri metoda za oceǌivaǌe nepoznatih parametara: metod uslovne
maksimalne verodostojnosti (CML), metod momenata (MM) i metod
uslovnih najmaǌih kvadrata (CLS). Svi metodi oceǌivaǌa su ba-
zirani na rezultatima koji su razmatrani u prethodnom odeǉku.

Osobine posmatranih ocena sva tri metoda proveri�emo kroz
Monte-Karlo simulacije za razliqite vrednosti parametara. Po-
red toga, Monte-Karlo simulacije koristimo i prilikom provere
osobina korak unapred predvi�aǌa zasnovanih na min − INAR(1)
modelu i na qetiri odgovaraju�a modela.

Neka je (X1, ..., Xn) sluqajan uzorak obima n, definisan geo-
metrijskim minifikacionim INAR(1) modelom. Analizirajmo sa-
da detaǉno svaki od pomenutih metoda za oceǌivaǌe nepoznatih
parametara.

2.4.1 Metod uslovne maksimalne verodostojnosti
S obzirom da je geometrijski minifikacioni INAR(1) model

Markovǉev proces prvog reda, mo�emo posmatrati uslovnu loga-
ritamsku funkciju verodostojnosti logL(α, µ) korix�eǌem uslovne
verovatno�e (2.3.1) date u tvr�eǌu 2.3.1. Prema tome, zamenom
(2.3.1) u izraz za logaritamsku funkciju verodostojnosti za po-
smatrane vrednosti x1, . . . , xn, uslovna logaritamska funkcija ve-
rodostojnosti logL(α, µ) je oblika

logL(α, µ) =
n∑

i=2

logP (Xi = xi|Xi−1 = xi−1)

=
n∑

i=2

log

[
θxi

(
xi + xi−1

xi

)(
α

1 + α

)xi
(

1

1 + α

)1+xi−1

+(1− θ)θxi

(
1−

xi∑
j=0

(
j + xi−1

j

)(
α

1 + α

)j (
1

1 + α

)1+xi−1

)]
.

(2.4.1)
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Ocene za nepoznate parametre µ i α, primenom ovog metoda, do-
bijamo kao vrednosti koje maksimiziraju uslovnu logaritamsku
funkciju verodostojnosti. Kao xto je i uobiqajeno za ovaj metod,
do ocena dobijenih metodom uslovne maksimalne verodostojnosti
ne mo�emo do�i analitiqkim putem, ve� moramo koristiti nume-
riqke metode. Za ovaj naqin oceǌivaǌa koristi�emo optimiza-
cioni metod baziran na CG (koǌugovani gradijent) metodu ugra-
�enom u funkciji optim u statistiqkom softveru R. Ovaj metod
smo izabrali iz dva razloga. Prvi je taj xto smo mogli lako da
odredimo izvode uslovne logaritamske funkcije verodostojnosti,
a drugi jer su simulacije pokazale da je CG metod boǉi od Nelder-
Mead i BFGS (kvazi-ǋutn) metoda. Uslovna logaritamska funk-
cija verodostojnosti je nelinearna funkcija i ima puno lokalnih
maksimuma, tako da se Nelder-Mead metod pokazao loxim zbog neko-
rix�eǌa gradijenta. CG metod ne skladixti matricu proraquna
i zbog toga je mnogo uspexniji u ozbiǉnijim problemima optimi-
zacije od BFGS metoda.

2.4.2 Metod momenata
Za razliku od metoda uslovne maksimalne verodostojnosti, kod

metoda momenata mo�emo analitiqki odrediti ocene nepoznatih
parametara. Kako je geometrijski minifikacioni INAR(1) model
stacionaran i va�i E(Xt) = µ za svako t ∈ Z, mo�emo oceniti
parametar µ uzoraqkom sredinom Xn. Prema tome, ocena parame-
tra µ je

µ̂ = Xn.

Za oceǌivaǌe parametra α koristi�emo rezultat tvr�eǌa 2.3.4.
Naime, za k = 1 u (2.3.26) dobijamo da je

ρ(1) =
µ

1 + α(1 + µ)
.

Rexavaǌem jednaqine u odnosu na α, imamo da je

α =
1

1 + µ

[
µ

ρ(1)
− 1

]
,
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odakle je ocena parametra α oblika

α̂ =
1

1 +Xn

[
Xn

ρ̂n
− 1

]
,

gde je ρ̂n uzoraqka autokorelacija reda 1 data sa

ρ̂n =

∑n−1
t=1 (Xt −Xn)(Xt+1 −Xn)∑n

t=1(Xt −Xn)2
.

Za uzorak velikog obima, ocene dobijene metodom momenata
mo�emo koristiti kao poqetne vrednosti kod primene numeriqkog
odre�ivaǌa ocena nepoznatih parametara prilikom realizacije
metoda uslovne maksimalne verodostojnosti kao i prilikom rea-
lizacije metoda uslovnih najmaǌih kvadrata, o kome �e biti vixe
reqi u nastavku.

2.4.3 Metod uslovnih najmaǌih kvadrata
Usled primene metoda uslovnih najmaǌih kvadrata, ocene za

nepoznate parametare µ i α posmatramo kao vrednosti koje mini-
miziraju funkciju

S(µ, α) =
n∑

t=2

(Xt − E(Xt|Xt−1))
2.

Zamenom izraza za uslovno oqekivaǌe, datog sa (2.3.8) u tvr�eǌu
2.3.2, funkcija S je oblika

S(µ, α) =
n∑

t=2

(
Xt −

θ

1− θ

[
1− (1 + α− αθ)−1−Xt−1

])2

,

gde je θ = µ[1+α(1+µ)]
α(1+µ)2

. Kao i u sluqaju sa metodom uslovne maksimal-
ne verodostojnosti, ocene dobijene metodom uslovnih najmaǌih
kvadrata mogu se odrediti numeriqki korix�eǌem optimizacio-
nog metoda.
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2.4.4 Simulacije
Sada �emo diskutovati o osobinama ocena dobijenih prethodno

uvedenim metodima. Na osnovu min-INAR(1) modela, simulirano je
10000 uzoraka obima 1000 i posmatrani su poduzorci obima 100,
200, 500 i 1000. Za taqne vrednosti parametara µ i α koristi-
�emo a) µ = 1, 4135 i α = 1, 7743, b) µ = 1 i α = 3, i v) µ = 4
i α = 0, 81. Prvi par taqnih vrednosti dobijen je iz realnih
podataka posmatranih na kraju ovog odeǉka, dok tre�i par ta-
qnih vrednosti predstavǉa graniqni sluqaj kada je α blizu svoje
granice µ/(1+µ). Mo�emo primetiti da tre�i sluqaj daje jako do-
bre ocene, ali se problem javǉa u predvi�aǌu za korak unapred
o qemu �e biti reqi kasnije. Posmatra�emo uzoraqke sredine
dobijenih ocena i ǌihove standardne devijacije, koje su pred-
stavǉene izme�u zagrada. Svi rezultati su dati u tabeli 2.1.
U prvom sluqaju imamo umerenu pozitivnu korelaciju 0,2676, u
drugom slabu pozitivnu korelaciju 0,1429, dok u tre�em sluqaju
imamo jaku pozitivnu korelaciju 0,7921.

Na osnovu rezultata datih u tabeli 2.1, mo�emo primetiti
da je standardna devijacija za parametar α prilikom oceǌivaǌa
metodom momenata (MM) u prva dva sluqaja velika, ali opada
kako obim uzorka raste. Razlog ovakvog ponaxaǌa standardne de-
vijacije je slaba autokorelacija koja mo�e biti znaqajno maǌa
prilikom oceǌivaǌa. Kako se prilikom primene metoda mome-
nata koristi reciproqna vrednost oceǌene autokorelacije, do-
bijamo velike vrednosti za ocenu parametra α. Za druga dva
metoda za oceǌivaǌe nepoznatih parametara dobijamo veoma do-
bre ocene sa malim standardnim devijacijama. Najboǉi rezultati
dobijeni su primenom metoda uslovne maksimalne verodostojnosti
(CML), ali je najmaǌe vremena za raqunaǌe potrebno za oceǌiva-
ǌe metodom uslovnih najmaǌih kvadrata (CLS) kada imamo veliki
obim uzorka. Tako�e, mo�emo primetiti da standardne devija-
cije ocena dobijenih primenom sva tri metoda opadaju kako obim
uzorka raste, te pokazuju da je taqnost sve ve�a.
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Tabela 2.1: Ocene dobijene primenom metoda uslovne maksimalne
verodostojnosti, metoda momenata i metoda uslovnih najmaǌih
kvadrata, za razliqite stvarne vrednosti parametara µ i α.

a) µ = 1, 4135 i α = 1, 7743
n µ̂CML α̂CML µ̂MM α̂MM µ̂CLS α̂CLS

100 1,4143 2,1504 1,4134 4,0611 1,4105 2,2765
(0,2443) (1,1903) (0,2439) (82,4721) (0,2497) (1,1953)

200 1,4126 1,9577 1,4138 2,2364 1,4107 2,0594
(0,1706) (0,7210) (0,1714) (4,4570) (0,1737) (0,8620)

500 1,4125 1,8443 1,4130 1,9054 1,4115 1,8824
(0,1083) (0,3813) (0,1092) (0,4873) (0,1102) (0,4738)

1000 1,4126 1,8088 1,4130 1,8375 1,4120 1.8275
(0,0764) (0,2543) (0,0771) (0,315) (0,0775) (0,3295)

b) µ = 1 i α = 3
n µ̂CML α̂CML µ̂MM α̂MM µ̂CLS α̂CLS

100 1,0146 3,2663 1,0027 9,7162 0,9971 3,0418
(0,1798) (1,7431) (0,1639) (136,2954) (0,1769) (1,5676)

200 1,0024 3,2468 1,0017 7,2589 0,9960 3,2108
(0,1177) (1,3448) (0,1157) (59,2600) (0,1182) (1,3833)

500 1,0006 3,0740 1,0008 4,0011 0,9931 2,8262
(0,0728) (0,8971) (0,0728) (11,9227) (0,0744) (0,8849)

1000 1,0004 3,0407 1,0005 3,3136 0,9982 3,0323
(0,0515) (0,6274) (0,0515) (1,2489) (0,0521) (0,7138)

v) µ = 4 i α = 0, 81
n µ̂CML α̂CML µ̂MM α̂MM µ̂CLS α̂CLS

100 4,7501 0,8469 4,0021 0,9082 4,5772 0,9407
(0,6583) (0,0371) (1,2761) (0,1190) (0,8277) (0,1471)

200 4,7416 0,8397 4,0026 0,8708 4,4523 0,9005
(0,5667) (0,0209) (0,9308) (0,0688) (0,7243) (0,0939)

500 4,7330 0,8358 4,0012 0,8479 4,3252 0,8646
(0,4415) (0,0140) (0,5868) (0,0380) (0,6125) (0,0547)

1000 4,7380 0,8349 3,9989 0,8383 4,3019 0,8500
(0,3696) (0,0116) (0,4161) (0,0273) (0,4989) (0,0371)



Oceǌivaǌe nepoznatih parametara 44

2.4.5 Predvi�aǌe za jedan korak unapred
Uslovno oqekivaǌe E(Xt|Xt−1) dato u (2.3.8) je nelinearna funk-

cija po Xt−1. Kako �emo kasnije, u odeǉku Primene na real-
nim podacima, koristiti ovu nelinearnu funkciju za predvi�aǌe
vrednosti iz geometrijskog minifikacionog modela min-INAR(1),
veoma je va�no proveriti osobine predvi�aǌa ovog modela kao
i qetiri konkurentna modela, koja �e kasnije biti razmatrana.
Konkurentni modeli su PoINAR(1) (Alzaid i Al-Osh (1988)), GI-
NAR(1) (Alzaid i Al-Osh (1988)), NGINAR(1) (Ristić , Bakouch i
Nastić (2009)) i geometrijski minifikacioni model prvog reda
uveden u Littlejohn (1992). ǋihove osobine predvi�aǌa proveri-
�emo simulacijama. U vezi sa tim, simulira�emo 10000 uzo-
raka obima 168 na osnovu min-INAR(1) modela. Za taqne vred-
nosti parametara uze�emo µ = 1.4135 i α = 1.7743. U svakom
simuliranom uzorku, prvih 138 realizacija koristimo za ocen-
jivaǌe, dok preostalih 30 realizacija koristimo za predvi�aǌe.
Za svaki simulirani uzorak, na osnovu posledǌih 30 realizacija
raqunamo sredǌe kvadratne grexke i konaqno za svih 10000 uzo-
raka raqunamo proseqne sredǌe kvadratne grexke za svaki od
pet posmatranih modela. Dobijeni rezultati dati su u tabeli
2.2. Iz tabele 2.2 mo�emo zakǉuqiti slede�e. Najmaǌa sredǌe
kvadratna grexka je dobijena za min-INAR(1) model kada su real-
izacije nastale upravo na osnovu ovog modela. Zatim, za svaki od
preostala qetiri modela, simuliramo 10000 uzoraka za sluqaj
umerene korelacije. Svaki od simuliranih uzoraka se ponovo
deli na dva dela, na prvih 138 realizacija i na preostalih 30
realizacija. Od dobijenih rezultata prikazanih u tabeli 2.2,
vidimo da min-INAR(1) model daje dobra predvi�aǌa kada su re-
alizacije simulirane na osnovu modela predstavǉenog u Littlejohn
(1992). Ako se realizacije dobijaju iz jednog od tri INAR modela,
onda imamo drugaqiji zakǉuqak. Ukoliko je korelacija izme�u
realizacija mala, tada min-INAR(1) model veoma dobro predvi�a
ove vrednosti. Ovo je oqigledno jer su linearne korelacije male,
xto implicira nelinearnost ponaxaǌa. Ali, kada su korelacije
ve�e, onda min-INAR(1) ne predvi�a bax dobro i u ovom sluqaju
imamo linearno ponaxaǌe koje je prikladnije za INAR modele.

Na kraju ovog dela razmatra�emo rezultate, koji nisu predsta-
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vǉeni, za tre�i sluqaj kada je µ = 4 i α = 0.81. Ovo je graniqni
sluqaj iz koga sledi da je θ blizu 1 i da je uslovno oqekivaǌe
∞ · 0. Kao posledicu ovoga, dobijamo loxa predvi�aǌa za nax
model i tada je boǉe koristiti INAR modele za predvi�aǌa.
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2.5 Primena na realnim podacima

Sada �emo razmatrati mogu�u primenu min-INAR(1) modela na
realnim podacima, koji su ve� korix�eni u literaturi. Tako�e,
model �emo uporediti i sa nekoliko konkurentnih modela. Real-
ni skup podataka, koji koristimo, sadr�i dobro poznate polio
podatke koji predstavǉaju meseqni broj novozara�enih poliomije-
litisom (deqijom paralizom) u Sjediǌenim Ameriqkim Dr�avama
od 1970. do 1983. godine. Ove podatke je prvi put koristio Zeger
(1988), ali su i kasnije, Maiti i Biswas (2015) primeǌivali INAR
modele na polio podatke. Za ovaj realni skup podataka koristi-
�emo slede�u metodologiju. Prvo, podeli�emo ovaj realni skup
podataka na dva dela, tako da prvi deo sadr�i n− 30 realiza-
cija iz skupa podataka du�ine n, dok preostalih 30 realizaci-
ja pripadaju drugom delu. Drugi deo se koristi za predvi�aǌe
i izraqunavaǌe sredǌe kvadratne grexke, dok se prvi deo kori-
sti za sve preostalo, a to je oceǌivaǌe nepoznatih parametara,
provera marginalne raspodele, provera reda i adekvatnosti mo-
dela. Pre nego xto proverimo adekvatnost modela, uporedi�emo
min-INAR(1) model sa qetiri odgovaraju�a modela prvog reda:

� GINAR(1) - INAR(1) model sa geometrijskom marginalnom ras-
podelom, uveden u Alzaid, Al-Osh (1988),

� Poisson INAR(1) - INAR(1) model sa Puasonovom marginalnom
raspodelom, uveden u Alzaid, Al-Osh (1988),

� NGINAR(1) - INAR(1) model sa geometrijskom marginalnom
raspodelom, uveden u Ristić, Bakouch, Nastić (2009),

� Geometrijski minifikacioni model, uveden u Littlejohn (1992).

Isti vremenski niz modeliramo koriste�i svaki od prethodno
navedenih pet modela.

Za adekvatnost modela, proveravamo da li realni skup poda-
taka predstavǉa tipiqnu realnizaciju min-INAR(1) modela. Vixe
detaǉa o svakom primeǌenom koraku razmatrane metodologije za
ovaj realni skup podataka da�emo u nastavku.
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Skup podataka o poliomijelitisu sadr�i 168 podataka koji su
bele�eni svakog meseca izme�u januara 1970. i decembra 1983.
Podaci su dati u tabeli 2.3. Originalni oblik tabele je dat kao
tabela 2 u Zeger (1988). Uzorak delimo na dva dela. Prvi poduzo-
rak se sastoji od prvih 138 opservacija, dok posledǌih 30 opser-
vacija qine drugi poduzorak. Trenutno �emo posmatrati samo
prvi poduzorak. Neke od deskriptivnih statistika nastale iz pr-
vog poduzorka su: sredǌa vrednost uzorka i standardna devijacija
uzorka, qije su vrednosti 1.420290 i 1.969889, redom, minimalni i
maksimalni broj meseqnog broja novoobolelih od poliomijeliti-
sa sa vrednostima 0 i 14, dok su medijana, prvi i tre�i kvartil
1, 0 i 2, redom. Grafiqki prikaz vrednosti prvog poduzorka dat
je u prvom delu slike 2.2. Iz realizacije poduzorka mo�emo
ukratko zakǉuqiti da se meseqni sluqajevi zara�enih poliomije-
litisom mogu opisati min-INAR(1) modelom. Periodi ekstremnih
aktivnosti infekcije su oko 1971., 1973. i 1979. godine.

Tabela 2.3: Meseqni broj novozara�enih poliomijelitisom od
1970. do 1983.

Jan. Feb. Mar. Apr. Maj Jun Jul Avg. Sep. Okt. Nov. Dec.
1970 0 1 0 0 1 3 9 2 3 5 3 5
1971 2 2 0 1 0 1 3 3 2 1 1 5
1972 0 3 1 0 1 4 0 0 1 6 14 1
1973 1 0 0 1 1 1 1 0 1 0 1 0
1974 1 0 1 0 1 0 1 0 1 0 0 2
1975 0 1 0 1 0 0 1 2 0 0 1 2
1976 0 3 1 1 0 2 0 4 0 2 1 1
1977 1 1 0 1 1 0 2 1 3 1 2 4
1978 0 0 0 1 0 1 0 2 2 4 2 3
1979 3 0 0 2 7 8 2 4 1 1 2 4
1980 0 1 1 1 3 0 0 0 0 1 0 1
1981 1 0 0 0 0 0 1 2 0 2 0 0
1982 0 1 0 1 0 1 0 2 0 0 1 2
1983 0 1 0 0 0 1 2 1 0 1 3 6

U drugom i tre�em delu slike 2.2 date su autokorelaciona
funkcija (ACF) i parcijalna autokorelaciona funkcija (PACF).
Vrednost parcijalne autokorelacione funkcije znaqajna je samo u
koraku 1, xto nam omogu�ava da zakǉuqimo da je model prvog reda
prikladan za posmatraǌe prvog poduzorka. Uzoraqka autokorela-
cija reda 1 je 0.293, xto ukazuje na umerenu pozitivnu linearnu
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Slika 2.2: Grafikoni realizacije, autokorelacione i par-
cijalne autokorelacione funkcije podataka o meseqnom broju
novozara�enih poliomijelitisom.
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korelaciju izme�u opservacija.
Kao slede�i korak proveravamo da li je geometrijska raspode-

la odgovaraju�a marginalna raspodela za prvi poduzorak, jer je
min-INAR(1) model zasnovan pod pretpostavkom da ima geometri-
jsku marginalnu raspodelu. Prvo posmatramo ocene dobijene me-
todom uslovne maksimalne verodostojnosti za min-INAR(1) model
na osnovu prvog poduzorka. ǋihove vrednosti su µ̂ = 1, 4135, i
α̂ = 1, 7743. Izabrali smo da koristimo CML metod za oceǌiva-
ǌe nepoznatih parametara, jer je obim uzorka mali za postizaǌe
preciznih ocena metodom MM. Za ove ocene imamo da je fito-
vano oqekivaǌe 1, 4135, fitovana disperzija 3, 4115, dok fitovana
autokorelacija reda 1 ima vrednost 0, 2676.

Korix�eǌem Hi-kvadrat testa za proveru adekvatnosti raspo-
dele mo�e do�i do pogrexnog formiraǌa kategorija i gubǉeǌa
informacija o podacima. Da bismo izbegli pogrexne zakǉuqke,
ne�emo koristiti Hi-kvadrat test da bismo proverili prikla-
dnost geometrijske raspodele kao marginalne raspodele za polio
podatke, ve� �emo koristiti Kolmogorov-Smirnov test, koji je
uveden i detaǉno objaxǌen u Best i Rayner (2003). Primenom
ovog testa dobijamo da je realizovana vrednost test statistike
7,178694. Kako su podaci o meseqnom broju novozara�enih po-
liomijelitisom vremenski zavisni, koristi�emo bootstrap metod
za odre�ivaǌe p vrednosti ovog testa. Bootstrap metod za ce-
lobrojne autoregresivne modele detaǉno je objaxǌen u Ristić i
Popović (2019). Prvo, simuliramo 10000 uzoraka iz geometri-
jske raspodele obima 138, gde za taqne vrednosti parametra µ
i α ovog modela uzimamo ocene dobijene metodom uslovne mak-
simalne verodostojnosti, a to su µ̂ = 1, 4135 i α̂ = 1, 7743. Za
svaki od simuliranih uzoraka odre�ujemo vrednost Kolmogorov-
Smirnove test statisitke i nalazimo broj vrednosti test statis-
tika koje su ve�e od vrednosti dobijene za vrednost Kolmogorov-
Smirnove test statistike na osnovu polio podataka. Deǉeǌem
ovog broja sa brojem simuliranih uzoraka, odre�ujemo p-vrednost.
Kako je p-vrednost za ovaj test 0,5192, to znaqi da prihvatamo
nultu hipotezu tj. da se polio podaci mogu opisati geometri-
jskom raspodelom.

Sada �emo min-INAR(1) model uporediti sa jox nekim mode-
lima. Koristi�emo GINAR(1) model i Poisson model jer su oni
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ve� primeǌivani na polio podatke u Maiti i Biswas (2015). Za-
tim, kako modeli NGINAR(1) i geometrijski minifikacioni model
koga je definisao Littlejohn (1992) imaju geometrijsku marginalnu
raspodelu, uporedi�emo i ǌih sa min-INAR(1) modelom. Kao kri-
terijum za upore�ivaǌe ovih pet modela koristimo Akaikov in-
formacioni kriterijum (AIC), Bajesov informacioni kriterijum
(BIC) i sredǌe kvadratnu grexku (RMS). Vrednost za AIC ra-
qunamo kao AIC = 2k − 2ln(L), dok vrednost za BIC dobijamo iz
BIC = kln(n) − 2ln(L). U upravo navedenim formulama, k je broj
oceǌenih parametara, L je vrednost funkcije verodostojnosti iz-
raqunate za oceǌene parametre, dok je n du�ina niza. RMS pred-
stavǉa kvadratni koren sume kvadrata odstupaǌa opserviranih
i prognoziranih vrednosti serije, tj. RMS se mo�e predstaviti
kao RMS =

√
1

n−1

∑n
i=2(Xi − E(Xi | Xi−1))2, gde je u ovom sluqaju {Xt}

niz polio. Prva dva kriterijuma govore koliko je pretpostavǉena
raspodela modela odgovaraju�a za posmatrane podatke, dok tre�i
kriterijum proceǌuje grexku predvi�aǌa za jedan korak unapred.
Posledǌi kriterijum se koristi za testiraǌe kvaliteta prog-
noziraǌa svih pet modela. AIC i BIC se raqunaju na osnovu pr-
vog poduzorka od 138 opservacija, dok se RMS izraqunava na os-
novu drugog poduzorka koga qine posledǌih 30 opservacija. Vred-
nosti za AIC, BIC i RMS raqunamo uz pomo� prethodno odre�e-
nih ocena metodom uslovne maksimalne verodostojnosti. Vred-
nosti ocena i kriterijuma date su u tabeli 2.4. Na osnovu ove
tabele mo�emo primetiti da su za min-INAR(1) model dobijene
najmaǌe vrednosti za sva tri kriterijuma. Ovim je pokazano
da se min-INAR(1) model najboǉe uklapa me�u razmatrane mode-
le. Trajektorije vremenskog niza koji predstavǉa meseqni broj
novozara�enih, kao i modelirane vrednosti dobijene za svaki od
pet modela prikazane su na slikama 2.3 i 2.4.

Kada model primeǌujemo na realne podatke, potrebno je poka-
zati da je taj model adekvatan, o qemu �emo govoriti u nastav-
ku. Da bi pokazali adekvatnost modela, pokaza�emo da uzorko-
vane vrednosti nekih statistika pripadaju odgovaraju�im boot-
strap intervalima povereǌa. Posmatra�emo slede�e statistike:
uzoraqku sredinu, uzoraqku standardnu devijaciju, uzoraqku au-
tokorelacionu funkciju i standardizovane Pearson-ove reziduale.
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U tu svrhu simuliramo 10000 uzoraka obima 138 na osnovu geo-
metrijskog min-INAR(1) modela, gde za stvarne vrednosti parame-
tara koristimo ocene dobijene metodom uslovne maksimalne vero-
dostojnosti.
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Slika 2.3: Modelirane vrednosti za posledǌih 30 opservacija
PoINAR(1), GINAR(1) i NGINAR(1) modela za meseqni broj infek-
cija poliomijelitisom.
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Tabela 2.4: CML ocene, AIC , BIC i RMS vrednosti za meseqni
broj infekcija poliomijelitisom.

Model CML ocene AIC BIC RMS
GINAR(1) α̂ = 0, 0559, µ̂ = 1, 4119 454, 0945 459, 9490 1, 3268

Poisson α̂ = 0, 1834, λ̂ = 1, 1683 496, 5606 502, 4152 1, 2857

NGINAR(1) β̂ = 0, 1043, µ̂ = 1, 4054 453, 4588 459, 3133 1, 3062
Littlejohn p̂ = 0, 2786, ρ̂ = 0, 8822 445, 4834 451, 3379 1, 3126
min-INAR(1) α̂ = 1, 7743, µ̂ = 1, 4135 443, 1317 448, 9863 1, 2839
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Slika 2.4: Modelirane vrednosti za posledǌih 30 opservacija
LittleJohn i min-INAR modela za meseqni broj infekcija poliomi-
jelitisom.

Za svaki od simuliranih uzoraka raqunamo sredǌu vrednost uzor-
ka i standardnu devijaciju uzorka i na osnovu ǌih, na odgovara-
ju�i naqin odre�ujemo 2, 5% i 97, 5% kvantile. Dakle 95% inter-
vali povereǌa za sredǌu vrednost uzorka i standardnu devijaciju
uzorka su (1,0435; 1,8406) i (1,3754; 2,3601), redom. Mo�emo
primetiti da bootstrap interval povereǌa za uzoraqku sredinu
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sadr�i uzoraqku sredinu, koja je vrednosti 1,420290, dok inter-
val povereǌa za uzoraqku standardnu devijaciju sadr�i uzoraqku
standardnu devijaciju meseqnog broja infekcije poliomijelitisa,
qija je vrednost 1,969889. U narednom koraku, posmatra se autoko-
relacija za svaki od ve� razmatranih uzoraka, kao i autokorela-
ciona funkciju za svaki red. Nakon toga, odre�uju se 2, 5% i 97, 5%
kvantili i odre�uje se bootstrap interval povereǌa za redove od 1
do 18. Bootstrap intervali povereǌa i uzoraqke autokorelacije za
meseqni broj infekcija poliomijelitisom prikazani su na levom
delu slike 2.5. Na osnovu prethodnog, mo�emo zakǉuqiti da su
sve posmatrane vrednosti pokrivene odgovaraju�im bootstrap in-
tervalima povereǌa i da je korelaciona struktura meseqnog broja
infekcija poliomijelitisom adekvatno opisana min-INAR(1) mod-
elom.

Kao posledǌi korak za proveru adekvatnosti geometrijskog min-
INAR(1) modela razmatramo standardizovane Pearson-ove rezidua-
le. Standardizovani Pearson-ovi reziduali, koji su za ovaj model
definisani za t ∈ {2, . . . , 138}, su oblika

et =
xt − E(Xt | xt−1)√

D(Xt | xt−1)
,

gde su uslovno oqekivaǌe i uslovna disperzija prethodno odre�e-
ni u (2.3.8) i (2.3.20). Ako poka�emo da su reziduali nekoreli-
sani i da su uzoraqka sredina i uzoraqka disperzija reziduala
blizu 0 i 1, redom, mo�emo zakǉuqiti da je geometrijski min-
INAR(1) model adekvatan model za ovaj skup podataka. Sa desnog
dela slike 2.5, mo�emo primetiti da su reziduali nekorelisani.
Sredǌa vrednost reziduala i disperzija reziduala, za ovaj skup
podataka, su −0.007612524 i 0.874093989, redom. Sredǌa vrednost
je blizu nule, dok je disperzija blizu jedinice. Dakle mo�emo
zakǉuqiti da je geometrijski min-INAR(1) model adekvatan model
za meseqni broj infekcija poliomijelitisom.
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Slika 2.5: Autokorelaciona funkcija sa 95% bootstrap interva-
lima povereǌa za meseqni broj infekcija poliomijelitisom i au-
tokorelaciona funkcija reziduala za meseqni broj infekcija po-
liomijelitisom.



Glava 3

EM algoritam za oceǌivaǌe
nepoznatih parametara
min-INAR(1) modela

Jedan od najqex�ih problema koji se javǉa prilikom oceǌi-
vaǌa parametara metodom maksimalne verodostojnosti u INAR(1)
modelima, ukǉuquju�i i minifikacione modele, jeste to xto se
ocene ne mogu odrediti analitiqki, ve� se za ǌihovo nala�eǌe
mora koristiti neki numeriqki metod. U ovoj glavi predstavi�e-
mo EM algoritam za min-INAR(1) model definisan u drugoj glavi
i time rexiti navedeni problem.

EM algoritam za INAR modele prvi su konstruisali Karlis i
Xekalaki (2001). Oni su posmatrali jednostavne INAR(1) modele sa
Puasonovom marginalnom raspodelom i pokazali da se korix�e-
ǌem EM algoritma, ocene nepoznatih parametara mogu predstavi-
ti u analitiqkom obliku. Pre ǌih, do ocena dobijenih metodom
maksimalne verodostojnosti dolazilo se iskǉuqivo nekim nume-
riqkim metodima. Nekoliko godina kasnije, Brijs, Karlis i Wets
(2007) su primenili EM algoritam na INAR Puasonov regresioni
model. Slede�e godine, isti autori su koristili EM algoritam
za celobrojne autoregresivne modele prilikom modeliraǌe bro-
jaqkih podataka sa vremenskom me�uzavisnox�u. EM algoritam
su tako�e koristili i Khoo, Ong i Biswas (2017) za oceǌivaǌe
parametara u INAR modelu, koji je za razliku od prethodnih mode-
la mexavina INAR modela. Stoga je u ovim radovima pokazano da
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se EM algoritam mo�e uspexno primeniti na INAR modele. Me-
�utim, posmatrani modeli su jednostavni, xto znaqi da za ve�inu
INAR modela odgovaraju�i EM algoritam nije konstruisan zbog
slo�enosti samog algoritma.

Naime, EM algoritam, kako ga uvode Dempster, Laird i Rubin
(1977), sastoji se od dva koraka. Najpre se uvode latentne promen-
ǉive pomo�u kojih se odre�uje logaritamska funkcija verodostoj-
nosti posmatranog uzorka. U prvom koraku, takozvanom E koraku,
koraku oqekivaǌa (Expectation), ova funkcija se koristi za odre-
�ivaǌe uslovnih oqekivaǌa, qije se poqetne vrednosti odre�uju u
svakom koraku iteracije. U drugom koraku, takozvanom M koraku,
koraku maksimizacije (Maximization), poqetne vrednosti se koriste
za oceǌivaǌe nepoznatih parametara dobijenih maksimiziraǌem
logaritamske funkcije verodostojnosti kompletnog uzorka, kon-
struisanog u koraku E.

Kod INAR modela, prvi problem je kako odrediti latentne
promenǉive tako da se ocene nepoznatih parametara dobiju u ana-
litiqkom obliku. Kako je ovaj problem texko rexiti na osnovu
originalne definicije min-INAR(1) modela, u prvom poglavǉu �e-
mo predstaviti ekvivalentnu reprezentaciju ovog modela, koja �e
nam omogu�iti da izaberemo latentne promenǉive pomo�u kojih
dolazimo do ocena u analitiqkom obliku. Svojstva koja se ko-
riste za pokazivaǌe ekvivalincije modela i za ocenu nepoznatih
parametara, tako�e su data u ovom poglavǉu. U poglavǉu 3.2
predstavi�emo ocene nepoznatih parametara min-INAR(1) modela,
baziranih na EM algoritmu. Glava se zavrxava Monte-Karlo
simulacijama, koje pokazuju svojstva dobijenih ocena.



Ekvivalentna reprezentacija modela min-INAR(1) 58

3.1 Ekvivalentna reprezentacija modela
min-INAR(1)

U ovom poglavǉu pokaza�emo da se min-INAR(1) model, defi-
nisan u drugoj glavi, mo�e predstaviti u ekvivalentnom obliku
koji je pogodan za konstrukciju EM algoritma. Podsetimo se
prvo definicije min-INAR(1) modela. Za vremenski niz {Xt, t ∈ Z}
ka�emo da je geometrijski minifikacioni INAR(1) model ako za-
dovoǉava jednaqinu

Xt = min(α ⋄Xt−1, εt), t ∈ Z, (3.1.1)

gde sluqajne promenǉive Xt i εt imaju geometrijsku raspodelu
sa parametrima µ

1+µ
i µ[1+α(1+µ)]

α(1+µ)2
, redom. Model je definisan za

µ > 0 i α > µ
1+µ

. Operator koji se javǉa u definiciji modela je
modifikovani negativni binomni operator, definisan u (1.2.1).
Napomenimo da pod geometrijskom raspodelom sa parametrom θ
podrazumevamo raspodelu datu zakonom raspodele verovatno�e

P (X = i) = (1− θ)θi, i = 0, 1, ...

Zapisa�emo ovu raspodelu kao Geom(θ). Kako je sa ovim modelom
texko izabrati latentne promenǉive koje �e dovesti do ocena u
analitiqkom obliku, pokaza�emo da se model mo�e predstaviti u
ekvivalentnom obliku pogodnom za rexavaǌe ovog problema.

Pokaza�emo da se jednaqina (3.1.1) mo�e predstaviti u obliku

Xt = ν ⋄min(Xt−1, ηt), t ∈ Z, (3.1.2)

gde su parametar ν i sluqajna promenǉiva ηt takvi da sluqajne
promenǉive min(α ⋄ Xt−1, εt) i ν ⋄ min(Xt−1, ηt) imaju geometrijsku
Geom( µ

1+µ
) raspodelu i da su ǌihove uslovne raspodele min(α ⋄

Xt−1, εt) | Xt−1 i ν ⋄min(Xt−1, ηt) | Xt−1 jednake.
Da bismo olakxali odre�ivaǌe raspodele sluqajne promenǉive

ηt, uvodimo sluqajnu promenǉivu Yt = min{Xt−1, ηt}, tako da je
Xt = ν ⋄ Yt, za svako t ∈ Z. Raspodela sluqajne promenǉive Yt
je data slede�om lemom.
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Lema 3.1.1 Neka je {Xt, t ∈ Z} minifikacioni model definisan u
(3.1.2) sa geometrijskom marginalnom raspodelom Geom( µ

1+µ
), µ > 0.

Tada sluqajna promenǉiva Yt definisana kao

Yt = min{Xt−1, ηt}

ima geometrijsku raspodelu Geom
(

δ
1+δ

)
, gde je δ = µ−ν

ν
, ako i samo

ako je µ > ν.

Dokaz. Neka je {Xt, t ∈ Z} minifikacioni model definisan u (3.1.2)
sa geometrijskom marginalnom raspodelom Geom

(
µ

1+µ
). Iz defini-

cije modela {Xt, t ∈ Z} imamo da funkcija generatrise verovatno�e
sluqajne promenǉive Xt zadovoǉava jednakost

E(sXt) = E(sν⋄Yt).

Kako je ” ⋄ ” modifikovani negativni binomni opetator, imamo da
je

E(sν⋄Yt) =E(E(sν⋄Yt | Yt)) = E(E(s
∑Yt+1

i=1 Gi | Yt)),

gde su sluqajne promenǉive Gi, i ≥ 1, me�usobno nezavisne sa
raspodelom Geom

(
ν

1+ν

)
, te je

E(sν⋄Yt) =E
(
(E(sG1))Yt+1

)
=

1

1 + ν − νs
ΦYt

( 1

1 + ν − νs

)
.

Na osnovu jednakosti E(sXt) = (1 + µ− µs)−1 imamo da je

ΦYt

(
1

1 + ν − νs

)
=

1 + ν − νs

1 + µ− µs
, | s |< µ

µ− ν
. (3.1.3)

Zatim, kako jednaqinu (3.1.3) mo�emo napisati u obliku

ΦYt

(
1

1 + ν − νs

)
=

1

1 + δ − δ 1
1+ν−νs

, | s |< µ

µ− ν
,

gde je δ = µ−ν
ν
, mo�emo zakǉuqiti da sluqajna promenǉiva Yt ima

geometrijsku raspodelu Geom( δ
1+δ

). Ova raspodela je dobro defi-
nisana ako i samo ako je µ > ν, qime je dokazana lema. 2

Model, definisan u (3.1.2), je u potpunosti odere�en ukoliko
je odre�ena raspodela inovacionog niza {ηt, t ∈ Z }. Slede�e tvr-
�eǌe nam daje oblik raspodele inovacionog niza.
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Tvr�eǌe 3.1.1 Neka je {Xt, t ∈ Z} minifikacioni model definisan

u (3.1.2) sa geometrijskom marginalnom raspodelom Geom
(

µ
1+µ

)
, µ >

0. Tada sluqajna promenǉiva ηt ima geometrijsku Geom
(

(µ−ν)(1+µ)
µ2

)
raspodelu ako i samo ako je ν ∈

(
µ

1+µ
, µ
)
.

Dokaz. Neka je {Xt, t ∈ Z} minifikacioni model definisan u (3.1.2)

sa geometrijskom marginalnom raspodelom Geom
(

µ
1+µ

)
, µ > 0 i

neka je x proizvoǉan nenegativan ceo broj. Zbog me�usobne neza-
visnosti sluqajnih promenǉivih Xt−1 i ηt imamo da je

P (Yt ≥ x) = P (min{Xt−1, ηt} ≥ x) = P (Xt−1 ≥ x)P (ηt ≥ x). (3.1.4)

Kako su sluqajne promenǉive Xt−1 i Yt geometrijski raspodeǉene,
imamo da je

P (Xt−1 ⩾ x) =
( µ

1 + µ

)x
i

P (Yt ⩾ x) =
( δ

1 + δ

)x
,

za δ = µ−ν
ν
. Primeǌuju�i ove rezultate na (3.1.4), dobijamo da je

P (ηt ≥ x) =
P (Yt ≥ x)

P (Xt−1 ≥ x)
=

(
(µ− ν)(1 + µ)

µ2

)x

. (3.1.5)

Sada, imamo da je verovatno�a u (3.1.5) dobro definisana ako i
samo ako je zadovoǉen usvov da je P (ηt ≥ x) ∈ [0, 1], koji je is-
puǌen ako i samo ako je µ > ν > µ

1+µ
. Prema tome, mo�emo za-

kǉuqiti da sluqajna promenǉiva ηt ima geometrijsku raspodelu
Geom

(
(µ−ν)(1+µ)

µ2

)
ako i samo ako je ν ∈

(
µ

1+µ
, µ
)
. 2

Sada �emo posmatrati neka svojstva ekvivalentne reprezen-
tacije modela koja �e nam kasnije biti od koristi. Da bismo
prikazali neka svojstva na jednostavniji naqin, prvo pokazujemo
da se sluqajna promenǉiva Xt | {Xt−1 = y}, gde je y proizvoǉan
nenegativan ceo broj, mo�e predstaviti kao mexavina negativno
binomno raspodeǉenih sluqajnih promenǉivih. Iz tog razloga
navodimo slede�e tvr�eǌe.
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Tvr�eǌe 3.1.2 Neka je {Xt, t ∈ Z} minifikacioni model definisan u

(3.1.2) sa geometrijskom marginalnom raspodelom Geom
(

µ
1+µ

)
, µ > 0.

Tada sluqajna promenǉiva Xt | {Xt−1 = y}, gde je y proizvoǉan nenega-
tivan ceo broj, mo�e biti predstavǉena kao mexavina negativno
binomno raspodeǉenih sluqajnih promenǉivih {Wi}i≥1 sa NB

(
i, ν

1+ν

)
,

odnosno

Xt | {Xt−1 = y} d
=

y−1∑
i=0

Wi+1I(Qy = i) +Wy+1I(Qy = y), (3.1.6)

gde je Qy diskretna sluqajna promenǉiva sa zakonom funkcije raspo-
dele

Qy :

(
0 1 · · · y − 1 y

1− θ θ(1− θ) · · · θy−1(1− θ) θy

)
, y ≥ 1,

i
Q0 ≡ 0.

Dokaz. Neka je {Xt, t ∈ Z} minifikacioni model definisan u (3.1.2)

sa geometrijskom marginalnom raspodelom Geom
(

µ
1+µ

)
, µ > 0. Prvo

�emo odrediti uslovnu funkciju generatrise verovatno�e E(sXt |
Xt−1 = y) za proizvoǉan nenegativan ceo broj y. Koriste�i repre-
zentaciju (3.1.2) imamo da je

E(sXt | Xt−1 = y) = E(sν⋄min{Xt−1,ηt} | Xt−1 = y)

= E(sν⋄min{y,ηt})

=

y∑
z=0

E(sν⋄z)θz(1− θ) +
∞∑

z=y+1

E(sν⋄y)θz(1− θ),

(3.1.7)

gde je θ = (µ−ν)(1+µ)
µ2 .

Sa NB(x, ν
1+ν

) oznaqimo sluqajnu promenǉivu koja ima nega-
tivnu binomnu raspodelu sa parametrima x i ν

1+ν
, tj. sluqajnu

promenǉivu koja ima zakon raspodele verovatno�e

P

(
NB

(
x,

ν

1 + ν

)
= i

)
=

(
x+ i

i

)(
ν

1 + ν

)i(
1

1 + ν

)x

.
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U poglavǉu 2.1 pokazali smo da ako sluqajna promenǉiva X
ima geometrijsku raspodelu Geom

(
α

1+α

)
, α > 0, tada sluqajna pro-

menǉiva α⋄X, za dato X, ima negativnu binomnu raspodelu NB(X+
1, α

1+α
). Na osnovu ove qiǌenice mo�emo zakǉuqiti da ν ⋄ z i ν ⋄ y

imaju negativne binomne raspodele NB
(
z + 1, ν

1+ν

)
i NB

(
y + 1, ν

1+ν

)
,

redom. Sada se uslovna funkcija generatrise verovatno�e iz
(3.1.7) mo�e predstaviti kao

E(sXt | Xt−1 = y) =

y∑
z=0

E(sNB(z+1, ν
1+ν ))θz(1− θ)

+
∞∑

z=y+1

E(sNB(y+1, ν
1+ν ))θz(1− θ)

=

y∑
z=0

E(sNB(z+1, ν
1+ν ))θz(1− θ)

+ E(sNB(y+1, ν
1+ν ))θy+1. (3.1.8)

Iz (3.1.8), zakǉuqujemo da se sluqajna promenǉiva Xt | {Xt−1 = y}
mo�e predstaviti kao mexavina negativno binomno raspodeǉenih
sluqajnih promenǉivih, taqnije ako sa {Wi}i≥1 oznaqimo niz sa
NB

(
i, ν

1+ν

)
raspodelom, tada va�i

Xt | {Xt−1 = y} =



W1, s.v. (1− θ),

W2, s.v. θ(1− θ),

·
·
·

Wy, s.v. θy−1(1− θ),

Wy+1, s.v. θy.

Ako sada uvedemo sluqajne promenǉive

Qy :

(
0 1 · · · y − 1 y

1− θ θ(1− θ) · · · θy−1(1− θ) θy

)
, y ≥ 1 (3.1.9)

i
Q0 ≡ 0,
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tada imamo da je

Xt | {Xt−1 = y} =

y−1∑
i=0

Wi+1I(Qy = i) +Wy+1I(Qy = y),

qime je tvr�eǌe dokazano. 2

Na osnovu prethodnog tvr�eǌa mo�emo na jednostavan naqin
odrediti verovatno�u prelaza i uslovno oqekivaǌe sluqajne pro-
menǉive Xt za poznato Xt−1. Ova svojstva su data slede�im tvr-
�eǌima. Poqe�emo od verovatno�e prelaza, koju koristimo za
oceǌivaǌe nepoznatih parametara metodom uslovne maksimalne
verodostojnosti.

Tvr�eǌe 3.1.3 Neka je {Xt, t ∈ Z} minifikacioni model definisan u

(3.1.2) sa geometrijskom marginalnom raspodleom Geom
(

µ
1+µ

)
, µ > 0.

Verovatno�e prelaza za model {Xt, t ∈ Z} je

P (Xt = x | Xt−1 = y) =

y−1∑
i=0

θi(1− θ)

(
i+ x

x

)(
1

1 + ν

)i+1(
ν

1 + ν

)x

+ θy
(
y + x

x

)(
1

1 + ν

)y+1(
ν

1 + ν

)x

, x, y ∈ N0,

(3.1.10)

gde je θ = (µ−ν)(1+µ)
µ2 .

Dokaz. Neka su x i y proizvoǉni nenegativni celi brojevi. Na
osnovu jednakosti (3.1.6) imamo da je

P (Xt = x | Xt−1 = y) =

y−1∑
i=0

P (Wi+1 = x)P (Qy = i)

+ P (Wy+1 = x)P (Qy = y),

odakle jednostavno sledi (3.1.10). 2

Sada �emo navesti uslovno oqekivaǌe E(Xt | Xt−1), koje �e nam
biti potrebno prilikom pokazivaǌa ekvivalentnosti modela.
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Tvr�eǌe 3.1.4 Neka je {Xt, t ∈ Z} minifikacioni model definisan u

(3.1.2) sa geometrijskom marginalnom raspodelom Geom
(

µ
1+µ

)
, µ > 0.

Uslovno oqekivaǌe sluqajne promenǉive Xt za dato Xt−1 je

E(Xt | Xt−1) =
ν

1− θ
(1− θXt−1+1), (3.1.11)

gde je θ = (µ−ν)(1+µ)
µ2 .

Dokaz. Neka je y proizvoǉan nenegativan ceo broj i neka je θ =
(µ−ν)(1+µ)

µ2 . Tada, uslovno oqekivaǌe sluqajne promenǉive Xt za
dato Xt−1 = y je

E(Xt | Xt−1 = y) =

y−1∑
i=0

E(Wi+1)P (Qy = i) + E(Wy+1)P (Qy = y)

= ν(1− θ)

y−1∑
i=0

(i+ 1)θi + ν(y + 1)θy

= ν(1− θ)
1− θy − θyy + θy+1y

(1− θ)2
+ ν(y + 1)θy

=
ν

1− θ
(1− θy+1),

qime je tvr�eǌe dokazano. 2

Sada dajemo izraz za uslovnu funkciju generatrise verovatno�e
sluqajne promenǉive Xt za dato Xt−1.

Tvr�eǌe 3.1.5 Neka je {Xt, t ∈ Z} minifikacioni model definisan u

(3.1.2) sa geometrijskom marginalnom raspodelom Geom
(

µ
1+µ

)
, µ > 0.

Uslovna funkcija generatrise verovatno�e sluqajne promenǉive Xt

za dato Xt−1 je

E(sXt | Xt−1 = y) =
ν + νµ− µ

ν + νµ− µ+ νµ2 − νµ2s

+
νµ2 − νµ2s

ν + νµ− µ+ νµ2 − νµ2s

(
(µ− ν)(1 + µ)

µ2(1 + ν − νs)

)y+1

.
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Dokaz. Neka je y proizvoǉan nenegativan ceo broj. Tada je

E(sXt | Xt−1 = y) =
∞∑
x=0

sxP (Xt = x | Xt−1 = y).

Na osnovu (3.1.10), sledi da je

E(sXt | Xt−1 = y) =
∞∑
x=0

sx
y−1∑
i=0

θi(1− θ)

(
i+ x

x

)(
1

1 + ν

)i+1(
ν

1 + ν

)x

+
∞∑
x=0

sxθy
(
y + x

x

)(
1

1 + ν

)y+1(
ν

1 + ν

)x

=
1− θ

1 + ν − νs− θ

(
1−

(
θ

1 + ν − νs

)y)
+

θy

(1 + ν − νs)y+1
,

za θ = (µ−ν)(1+µ)
µ2 . Uslovna funkcija generatrise verovatno�e je

dakle jednaka

E(sXt | Xt−1 = y) =
ν + νµ− µ

ν + νµ− µ+ νµ2 − νµ2s

+
νµ2 − νµ2s

ν + νµ− µ+ νµ2 − νµ2s

(
(µ− ν)(1 + µ)

µ2(1 + ν − νs)

)y+1

qime je tvr�eǌe pokazano. 2

Konaqno, koriste�i prethodno svojstvo, mo�emo pokazati da su
ove dve reprezentacije identiqne. Prvo prime�ujemo da ako su ove
dve reprezentacije jednake, onda su i ǌihova uslovna oqekivaǌa
jednaka. Pretpostavimo da su reprezentacije jednake i ispitaj-
mo da li postoji jedinstveni ν za takav sluqaj. Izjednaqavaǌem
uslovnih oqekivaǌa, dobijamo

E(min(α ⋄Xt−1, εt) | Xt−1)) = E(ν ⋄min(Xt−1, ηt) | Xt−1) , (3.1.12)

odnosno
θ

1− θ

[
1−

( 1

1 + α− αθ

)1+Xt−1
]
=

ν

1− θ1

(
1− θ

Xt−1+1
1

)
,
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za θ = µ[1+α(1+µ)]
α(1+µ)2

i θ1 =
(µ−ν)(1+µ)

µ2 . Na osnovu (3.1.12), mo�emo dobiti
dve jednaqine

θ

1− θ
=

ν

1− θ1
i 1−

( 1

1 + α− αθ

)1+Xt−1

= 1− θ
Xt−1+1
1 ,

koje imaju isto rexeǌe

ν =
µ(1 + α + αµ)

1 + µ+ µ2 + α + αµ
. (3.1.13)

Kako smo pronaxli parametar ν koji zadovoǉava (3.1.12), mo�emo
izvesti funkciju uslovne verovatno�e sluqajne promenǉive Xt za
dato Xt−1 za reprezentaciju (3.1.2). Kao rezultat dobijamo

E(sν⋄min(Xt−1,νt) | Xt−1) =
ν + νµ− µ

ν + νµ− µ+ νµ2 − νµ2s

+
νµ2 − νµ2s

ν + νµ− µ+ νµ2 − νµ2s

×
(
(µ− ν)(1 + µ)

µ2(1 + ν − νs)

)Xt−1+1

=
α + αµ− µ

α + 2αµ+ αµ2 − µs(1 + α + αµ)

+
µ(1 + α + αµ)(1− s)

α + 2µα + µ2α− µs(1 + α− αµ)

×
( (1 + µ)2

(1 + µ)2(1 + α)− µ(1 + α− αµ)s

)1+Xt−1

.

(3.1.14)

Sre�ivaǌem prethodnog izraza, dolazimo do toga da je

E(sXt | Xt−1) =
1− θ

1− θs
+
θ(1− s)

1− θs

( 1

1 + α− αθs

)1+Xt−1

,

xto je uslovna funkcija generatrise verovatno�e, data u (2.1.3).
Prema tome, pokazali smo ekvivalentnost ove dve reprezentacije.2
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Ovo poglavǉe zavrxi�emo odre�ivaǌem uslovne disperzije mo-
dela (3.1.2). Prvo �emo odrediti uslovni moment drugog reda, a
zatim, koriste�i uslovni moment drugog reda i uslovno oqekiva-
ǌe odredi�emo uslovnu disperziju.

Lema 3.1.2 Neka je {Xt, t ∈ Z} minifikacioni model definisan u

(3.1.2) sa geometrijskom marginalnom raspodelom Geom
(

µ
1+µ

)
, µ > 0.

Uslovni moment drugog reda sluqajne promenǉive Xt za dato Xt−1 je

E(Xt
2 | Xt−1 = y) =

ν

1− θ
(1− θy+1)

+
2ν2

(1− θ)2
[1− (2 + y)θy+1 + (1 + y)θy+2],

(3.1.15)

za θ = (µ−ν)(1+µ)
µ2 .

Dokaz. Neka je y proizvoǉan nenegativan ceo broj i neka je θ =
(µ−ν)(1+µ)

µ2 . Tada, uslovni moment drugog reda sluqajne promenǉive
Xt za dato Xt−1 = y je

E(Xt
2 | Xt−1 = y) =

y−1∑
i=0

E(W2
i+1)P (Qy = i) + E(W2

y+1)P (Qy = y).

(3.1.16)

Sada, koriste�i qiǌenicu da sluqajna promenǉiva Wi+1 ima ne-
gativnu binomnu raspodelu sa parametrima i + 1 i ν

1+ν
, kao i da

je moment drugog reda E(W2
i+1) = ν(i+1)[(1 + ν) + ν(i+1)], dobijamo

da je uslovni moment drugog reda sluqajne promenǉive Xt oblika

E(Xt
2 | Xt−1 = y) =

y−1∑
i=0

ν(i+ 1)[(1 + ν) + ν(i+ 1)]θi(1− θ)

+ ν(y + 1)[(1 + ν) + ν(y + 1)]θy

= ν(1− θ)

y−1∑
i=0

(i+ 1)θi + ν2(1− θ)

y−1∑
i=0

(i+ 1)(i+ 2)θi

+ ν(y + 1)[1 + ν(y + 2)]θy.

(3.1.17)
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Daǉe sledi

E(Xt
2 | Xt−1 = y) = ν

1− θy − θyy + θy+1y

1− θ

− ν2

(1− θ)2
[−2 + θy(2 + (θ − 1)y(−3 + θ + (θ − 1)y))]

+ ν(y + 1)[1 + ν(y + 2)]θy

=
ν

1− θ
(1− θy+1)

+
2ν2

(1− θ)2
[1− (2 + y)θy+1 + (1 + y)θy+2],

(3.1.18)

qime je lema pokazana. 2

Slede�im tvr�eǌem dajemo oblik uslovne disperzije sluqajne
promenǉive Xt za dato Xt−1.

Tvr�eǌe 3.1.6 Neka je {Xt, t ∈ Z} minifikacioni model definisan u

(3.1.2) sa geometrijskom marginalnom raspodelom Geom
(

µ
1+µ

)
, µ > 0.

Uslovna disperzija sluqajne promenǉive Xt za dato Xt−1 je

D(Xt | Xt−1) =
ν

1− θ
(1− θXt−1+1)

+
ν2

(1− θ)2
(1− θ2Xt−1+2 − 2θXt−1+1(1− θ)(1 +Xt−1),

(3.1.19)

za θ = (µ−ν)(1+µ)
µ2 .

Dokaz. Na osnovu tvr�eǌa 3.1.4 i leme 3.1.2 imamo da je uslovna
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disperzija sluqajne promenǉive Xt za dato Xt−1

D(Xt | Xt−1) = E(Xt
2 | Xt−1)− [E(Xt | Xt−1)]

2

=
ν

1− θ
(1− θXt−1+1)

+
2ν2

(1− θ)2
[1− (2 +Xt−1)θ

Xt−1+1 + (1 +Xt−1)θ
Xt−1+2]

−
[ ν

1− θ
(1− θXt−1+1)

]2
,

(3.1.20)

odakle imamo da je

D(Xt | Xt−1) =
ν

1− θ
(1− θXt−1+1)

+
ν2

(1− θ)2
[1− 2θXt−1+1 − 2Xt−1θ

Xt−1+1 + 2θXt−1+2

+ 2θXt−1+2Xt−1 − θ2Xt−1+2]

=
ν

1− θ
(1− θXt−1+1)

+
ν2

(1− θ)2
(1− θ2Xt−1+2 − 2θXt−1+1(1− θ)(1 +Xt−1),

(3.1.21)

xto je i trebalo pokazati. 2
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3.2 Konstrukcija EM algoritma

Funkcija uslovne logaritamske verodostojnosti min− INAR(1)
modela je komplikovana i zahteva neki numeriqki metod za ǌeno
maksimiziraǌe. Da bismo izbegli numeriqko rexavaǌe, u ovom
poglavǉu konstruisa�emo EM algoritam koji �e nam omogu�iti
da odredimo analitiqke oblike ocena nepoznatih parametara. Iz
tog razloga koristimo ekvivalentnu reprezentaciju o kojoj smo
govorili u prethodnom poglavǉu. Kako su uslovne raspodele jed-
nake i oba procesa su Markovǉevi procesi prvog reda, ǌihove
logaritamske funkcije verodostojnosti �e dosti�i ekstremume u
istim vrednostima parametara. Kada ocenimo nepoznate parame-
tre ν i µ, jednostavno dobijamo nepoznati parametar α iz jedna-
qine (3.1.13).

Neka je dato n realizacija, x1, ..., xn, modela (3.1.2). Pretposta-
vimo da je kompletan uzorak (X1, ..., Xn, η2, ..., ηn), pri qemu se jedino
opserviraju vrednosti sluqajnih promenǉivih X1, ..., Xn. Neka je
ξ = (µ, ν) vektor nepoznatih parametara i neka je ξold = (µold, νold)
trenutna ocena vektora ξ. Odredimo najpre uslovnu funkciju
verodostojnosti

P (Xi = xi, ηi = ei, 2 ≤ i ≤ n | X1 = x1, ξold). (3.2.1)

Da bismo pojednostavili zapis, koristimo slede�e oznake Z =
(X2, ..., Xn−1, η2, ..., ηn−1) i z = (x2, ..., xn−1, e2, ..., en−1) i na osnovu toga
imamo da je (3.2.1) jednako

P (Xn = xn | ηn = en,Z = z, X1 = x1, ξold)P (ηn = en,Z = z | X1 = x1, ξold).

Kako Xn zavisi samo od Xn−1 i ηn, ali ne i od prethodnih vred-
nosti Xi i ηi, to je

P (Xn = xn | ηn = en,Z = z, X1 = x1, ξold) =

= P (Xn = xn | ηn = en, Xn−1 = xn−1, ξold). (3.2.2)

Sliqno, zbog nezavisnosti sluqajne promenǉive ηn od ηn−i i Xn−i,
za i ≥ 1, dobijamo da je

P (ηn = en | Z = z, X1 = x1, ξold) = P (ηn = en). (3.2.3)
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Kada (3.2.2) i (3.2.3) zamenimo u (3.2.1), dobijamo slede�e

P ((Z, Xn, ηn) = (z, zn, en) | X1 = x1, ξold) =

=
∏n

i=2 P (Xi = xi | Xi−1 = xi−1, ηi = ei, ξold)P (ηi = ei). (3.2.4)

Iz definicije modela daǉe dobijamo

P (Xi = xi | Xi−1 = xi−1, ηi = ei, ξold) =

= P (ν ⋄min(xi−1, ei) = xi)

= P

(
NB

(
min(xi, ei) + 1,

ν

1 + ν

)
= xi

)
=

(
min(xi−1 + ei) + xi

xi

)(
ν

1 + ν

)xi

×
(

1

1 + ν

)min(xi−1,ei)+1

,

(3.2.5)

dok iz definicije sluqajne promenǉive ηi imamo da je

P (ηi = ei) =

(
(µ− ν)(1 + µ)

µ2

)ei ν + νµ− µ

µ2
. (3.2.6)

Kada (3.2.5) i (3.2.6) zamenimo u (3.2.4), dobijamo

P (Xi = xi, ηi = ei, 2 ≤ i ≤ n | X1 = x1, ξold) =

=

(
ν

1 + ν

)∑n
i=2 xi

(
1

1 + ν

)n−1+
∑n

i=2 min(xi−1,ei)

×
(
(µ− ν)(1 + µ)

µ2

)∑n
i=2 ei

(
ν + νµ− µ

µ2

)n−1

×
n∏

i=2

(
min(xi−1, ei) + xi

xi

)
.

(3.2.7)

Prema tome, logaritmovaǌem izraza (3.2.7) i izostavǉaǌem kon-
stante koja ne zavisi od ν i µ, definixemo funkciju l(ξ,X, η) na
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slede�i naqin

l(ξ,X, η) =
n∑

i=2

Xi[log ν − log(1 + ν)]− [n− 1 +
n∑

i=2

min(Xi−1, ηi)]

× log(1 + ν) +
n∑

i=2

ηi[log(µ− ν) + log(1 + µ)− 2 log µ]

+ (n− 1)[log(ν + νµ− µ)− 2 log µ], (3.2.8)

gde je X = (X1, ..., Xn) i η = (η2, ..., ηn). Sada, na osnovu (3.2.8),
mo�emo definisati E-korak u EM algoritmu.

3.2.1 E-korak
U E-koraku izraqunavamo vrednost funkcije Q(ξ, ξold) defini-

sane kao
Q(ξ, ξold) = E(l(ξ,X,η) | X = x, ξold),

gde je x = (x1, ..., xn). Ona je jednaka

Q(ξ, ξold) =
n∑

i=2

xi[log ν − log(1 + ν)]

− [n− 1 +
n∑

i=2

E(min(Xi−1, ηi) | X = x, ξold)]× log(1 + ν)

+
n∑

i=2

E(ηi | X = x, ξold)[log(µ− ν) + log(1 + µ)− 2 log µ]

+ (n− 1)[log(ν + νµ− µ)− 2 log µ].

Radi lakxeg izraqunavaǌa uvodimo oznake

ai = E(min(Xi−1, ηi) | X = x, ξold) i bi = E(ηi | X = x, ξold),

nakon qega je vrednost funkcije Q(ξ, ξold) oblika

Q(ξ, ξold) =
n∑

i=2

xi[log ν − log(1 + ν)]− [n− 1 +
n∑

i=2

ai] log(1 + ν)

+
n∑

i=2

bi[log(µ− ν) + log(1 + µ)− 2 log µ]

+ (n− 1)[log(ν + νµ− µ)− 2 log µ]. (3.2.9)
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Za izraqunavaǌe funkcije Q(ξ, ξold) potrebno je da izraqunamo upra-
vo ove vrednosti ai i bi, 2 ≤ i ≤ n. Posmatrajmo najpre vrednost
ai, koja je jednaka

ai = E(min(Xi−1, ηi) | X = x, ξold)

=
∞∑
z=0

zP (min(Xi−1, ηi) = z | X = x, ξold)

=
∞∑
z=0

z
P (Xn = xn | Xn−1 = xn−1, ) · ... · P (Xi+1 = xi+1 | Xi = xi)

P (Xn = xn | Xn−1 = xn−1, ) · ... · P (Xi+1 = xi+1 | Xi = xi)

× P (Xi = xi | min(Xi−1, ηi) = z, ξold)P (Xi−1 = xi−1, ..., X1 = x1, ξold)

P (Xi = xi | Xi−1 = xi−1, ξold)P (Xi−1 = xi−1, ..., X1 = x1, ξold)

× P (min(Xi−1, ηi) = z | Xi−1 = xi−1, ..., X1 = x1, ξold)

=
∞∑
z=0

z
P (Xi = xi | min(Xi−1, ηi) = z, ξold)

P (Xi = xi | Xi−1 = xi−1, ξold)

× P (min(Xi−1, ηi) = z | Xi−1 = xi−1, ξold)

=
1

P (Xi = xi | Xi−1 = xi−1, ξold)

×

[
xi−1−1∑
z=0

z

(
z + xi
xi

)(
νold

1 + νold

)xi
(

1

1 + νold

)z+1

× θzold(1− θold)

+xi−1

(
xi + xi−1

xi−1

)(
νold

1 + νold

)xi
(

1

1 + νold

)xi−1+1

θ
xi−1

old

]
, (3.2.10)

gde je θold =
(µold−νold)(1+µold)

µ2
old

. Sliqno, imamo da je

bi = E(ηi | X = x, ξold)

=
∞∑
z=0

zP (ηi = z | X = x, ξold)

=
∞∑
z=0

z
P (X1 = x1, ..., Xn = xn, ηi = z, ξold)

P (X1 = x1, ..., Xn = xn, ξold))
,

(3.2.11)



Konstrukcija EM algoritma 74

tj. va�i da je

bi =
∞∑
z=0

z
P (Xn = xn | Xn−1 = xn−1, ) · ... · P (Xi+1 = xi+1 | Xi = xi)

P (Xn = xn | Xn−1 = xn−1, ) · ... · P (Xi+1 = xi+1 | Xi = xi)

× P (Xi = xi | Xi−1 = xi−1, ηi = z, ξold)P (ηi = z, ξold)

P (Xi = xi | Xi−1 = xi−1, ξold)

× P (Xi−1 = xi−1, ..., X1 = x1, ξold)

P (Xi−1 = xi−1, ..., X1 = x1, ξold)

=
∞∑
z=0

z
P (Xi = xi | Xi−1 = xi−1, ηi = z, ξold)

P (Xi = xi | Xi−1 = xi−1, ξold)
P (ηi = z, ξold)

=
∞∑
z=0

z
P (νold ⋄min(xi−1, z) = xi)

P (Xi = xi | Xi−1 = xi−1, ξold)
θzold(1− θold)

=
1

P (Xi = xi | Xi−1 = xi−1, ξold)

×
∞∑
z=0

z · P (NB(min(xi−1, z) + 1,
νold

1 + νold
) = xi)θ

z
old(1− θold),

(3.2.12)

gde NB(min(xi−1, z) + 1, νold
1+νold

) predstavǉa sluqajnu promenǉivu sa
negativnom binomnom raspodelom. Daǉe imamo da je

bi =
1

P (Xi = xi | Xi−1 = xi−1, ξold)

×

[
xi−1∑
z=0

z

(
z + xi
xi

)(
νold

1 + νold

)xi
(

1

1 + νold

)z+1

θzold(1− θold)

+

(
xi−1 + xi

xi

)(
νold

1 + νold

)xi
(

1

1 + νold

)xi−1+1

× θ
xi−1+1
old (1 + xi−1 − θoldxi−1)

1− θold

]
.

(3.2.13)

Kada zamenimo (3.2.10) i (3.2.13) u (3.2.9), dobijamo vrednost
funkcije Q(ξ, ξold).
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Na prvi pogled, iako sume ai i bi izgledaju komplikovano, mogu
se predstaviti u obliku koji je lak za primenu. Naime, ove sume se
mogu predstaviti funkcijama raspodele sluqajnih promenǉivuh
koje imaju negativnu binomnu raspodelu. Taqnije, mogu se pred-
staviti u obliku

ai =
(xi + 1)θold

1 + νold − θold

× P (NB (xi + 2, d) ≤ xi−1 − 1)− θold · P (NB (xi + 2, d) ≤ xi−1 − 2)

P (NB (xi + 1, d) ≤ xi−1)− θold · P (NB (xi + 1, d) ≤ xi−1 − 1)

i

bi = ai +
θold

1− θold

× P (NB (xi + 1, d) = xi−1)

P (NB (xi + 1, d) ≤ xi−1)− θold · P (NB (xi + 1, d) ≤ xi−1 − 1)
,

za d = θold
1+νold

.

Sada je sve spremno za realizaciju M-koraka algoritma EM.

3.2.2 M-korak
U M-koraku maksimiziramo funkciju Q(ξ, ξold) po parametrima

ν i µ. Diferenciraǌem (3.2.9) posebno po ν i µ, dobijamo slede�e
jednaqine.

∂Q

∂ν
=

n∑
i=2

xi

( 1
α
− 1

1 + α

)
− n− 1 +

∑n
i=2 ai

1 + α

+
n∑

i=2

bi

( −1

µ− α

)
+ (n− 1)

1 + µ

α + αµ− µ

=

n∑
i=2

xi

ν(1 + ν)
−
n− 1 +

n∑
i=2

ai

1 + ν
−

n∑
i=2

bi

µ− ν
+

(n− 1)(1 + µ)

ν(1 + µ)− µ
= 0

(3.2.14)
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i

∂Q

∂µ
=

n∑
i=2

bi

( 1

µ− α
+

1

1 + µ
− 2

µ

)
+ (n− 1)

( α− 1

α + αµ− µ
− 2

µ

)
= (n− 1)

µ− νµ− 2ν

µ(ν + νµ− µ)
+

νµ− µ+ 2ν

µ(1 + µ)(µ− ν)

n∑
i=2

bi = 0. (3.2.15)

Iz (3.2.15) imamo
n∑

i=2

bi

µ− ν
= (n− 1)

1 + µ

ν + νµ− µ
. (3.2.16)

Zamenom (3.2.16) u (3.2.14) dobijamo slede�e

ν =

n∑
i=2

xi

n− 1 +
n∑

i=2

ai

.

Sada rexavamo (3.2.16) po parametru µ. Imamo da je

α
n∑

i=2

bi + (α− 1)µ
n∑

i=2

bi = (n− 1)(µ− α + µ2 − αµ), (3.2.17)

odakle sledi da je

(n− 1)µ2 + (1− ν)
(
n− 1 +

n∑
i=2

bi

)
µ− ν

(
n− 1 +

n∑
i=2

bi

)
= 0. (3.2.18)

Neka su µ1 i µ2 rexeǌa kvadratne jednaqine (3.2.18). Imamo da

je µ1 · µ2 = −ν
(
n − 1 +

n∑
i=2

bi

)
< 0, to je jedno rexeǌe negativno, a

drugo pozitivno. Kako je µ > 0, sledi da je rexeǌe jednaqine

µ =

(ν − 1)
(
n− 1 +

n∑
i=2

bi

)
2(n− 1)

+

√
(ν − 1)2

(
n− 1 +

n∑
i=2

bi

)2
+ 4ν(n− 1)

(
n− 1 +

n∑
i=2

bi

)
2(n− 1)

.
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Iz svega navedenog dobijamo iterativni postupak za odre�ivaǌe
ocena parametara ν i µ

ν(h+1) =

n∑
i=2

xi

n− 1 +
n∑

i=2

a
(h)
i

µ(h+1) =

(ν(h+1) − 1)
(
n− 1 +

n∑
i=2

b
(h)
i

)
2(n− 1)

+

√
(ν(h+1) − 1)2

(
n− 1 +

n∑
i=2

b
(h)
i

)2
+ 4ν(h+1)(n− 1)

(
n− 1 +

n∑
i=2

b
(h)
i

)
2(n− 1)

gde je

a
(h)
i =

(xi + 1)θ
(h)
old

1 + ν
(h)
old − θ

(h)
old

×
P
(
NB

(
xi + 2, d(h)

)
≤ xi−1 − 1

)
− θ

(h)
old · P

(
NB

(
xi + 2, d(h)

)
≤ xi−1 − 2

)
P
(
NB

(
xi + 1, d(h)

)
≤ xi−1

)
− θ

(h)
old · P

(
NB

(
xi + 1, d(h)

)
≤ xi−1 − 1

) ,

b
(h)
i = a

(h)
i +

θ
(h)
old

1− θ
(h)
old

×
P
(
NB

(
xi + 1, d(h)

)
= xi−1

)
P (NB (xi + 1, d(h)) ≤ xi−1)− θ

(h)
old · P (NB (xi + 1, d(h)) ≤ xi−1 − 1)

,

za

θ(h) =
(µ(h) − ν(h))(1 + µ(h))

(µ(h))2

i d(h) =
θ
(h)
old

1+ν
(h)
old

.

Postupke ponavǉamo sve dok ne bude

| ν(h+1) − ν(h) |< ε∗ i | µ(h+1) − µ(h) |< ε∗,
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za dato ε∗. Konaqno, imamo ocene za parametre ν i µ koje ozna-
qavamo sa ν̂ i µ̂. Ocena za nepoznati parametar α dobija se na
osnovu (3.1.13) i ima slede�i oblik

α̂ =
ν̂(1 + µ̂+ µ̂2)− µ̂

(1 + µ̂)(µ̂− ν̂)
.

Za inicijalne vrednosti α(0) i µ(0) mogu se uzeti ocene dobijene
metodom momenata.
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3.3 Simulacije

Sada �emo razmotriti osobine ocena dobijenih metodom uslov-
ne maksimalne verodostojnosti preko EM algoritma i klasiqnim
naqinom koji zahteva numeriqka rexeǌa. Za poqetne vrednosti
prilikom primene oba metoda za oceǌivaǌe nepoznatih param-
etara, koristi�emo ocene dobijene metodom momenata i da�emo
neke numeriqke rezultate. Simulira�emo 1000 realizacija pos-
matranog modela za taqne vrednosti parametara a) µ = 4, α = 3,
b) µ = 1, α = 0.75, v) µ = 2, α = 0.7. Vrednosti su odabrane tako
da se razmatraju sluqajevi sa slabom, umerenom i jakom autoko-
relacijom, qije su vrednosti 0.25, 0.40 i 0.64, redom. Simulacije
1000 realizacija se ponavǉaju 1000 puta i razmatramo poduzorke
obima 200, 500 i 1000. Za svaki poduzorak iste du�ine izraqu-
navamo sredǌe vrednosti uzorka i standardne devijacije ocena
za α i µ, koje upisujemo izme�u zagrada. Tako�e, utvr�uje se i
vreme potrebno za ocenu parametara za obe metode. Rezultati su
predstavǉeni u tabeli 3.1.

Na osnovu tabele 3.1, prime�ujemo da su ocene veoma dobre i
da se standardne devijacije ocena smaǌuju kada se obim uzorka
pove�ava. Rezultati dobijeni korix�eǌem EM algoritma su bo-
ǉi ili jednako dobri kao i rezultati dobijeni numeriqkim me-
todama prilikom oceǌivaǌa metodom uslovne maksimalne verodo-
stojnosti. Tako�e, kada se koristi EM algoritam, br�e dobijamo
rezultate. Na kraju, mo�emo zakǉuqiti da uvo�eǌem EM algo-
ritma za oceǌivaǌe metodom uslovne maksimalne verodostojnosti,
kao rezultat dobijamo analitiqka rexeǌa, jednostavnost, preci-
znost i maǌe utroxenog vremena, xto daje prednost u odnosu na
klasiqan metod uslovne maksimalne verodostojnosti.
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Tabela 3.1: Ocene parametara µ i α, dobijene korix�eǌem
EM algoritma i klasiqne metode uslovne maksimalne verodo-
stojnosti, i vremena potrebna za ocenu parametara za oba metoda.

a) µ = 4 i α = 3

n µ̂CML α̂CML µ̂EM α̂EM VremeCML(s) VremeEM (s)

200 4,0062 3,1252 4,0062 3,1233 55,42 43,25
(0,3999) (0,7166) (0,3998) (0,7138)

500 4,0039 3,0384 4,0039 3,0375 124,05 94,97
(0,2582) (0,3969) (0,2581) (0,3955)

1000 4,0049 3,0087 4,0048 3,0086 232,08 189,06
(0,1825) (0,2658) (0,1825) (0,2651)

b) µ = 1 i α = 0, 75

n µ̂CML α̂CML µ̂EM α̂EM VremeCML(s) VremeEM (s)

200 0,9972 0,8151 0,9957 0,8100 47,22 26,42
(0,1544) (0,2766) (0,1541) (0,2425)

500 0,9976 0,7813 0,9971 0,7761 99,62 32,54
(0,0966) (0,1608) (0,0959) (0,1459)

1000 0,9987 0,7688 0,9987 0,7642 194,35 34,00
(0,0675) (0,1046) (0,0671) (0,1054)

v) µ = 2 i α = 0, 7

n µ̂CML α̂CML µ̂EM α̂EM VremeCML(s) VremeEM (s)

200 2,0102 0,7122 1,9820 0,7357 64,41 59,52
(0,3711) (0,0710) (0,3673) (0,0618)

500 2,0041 0,7066 1,9807 0,7284 140,36 104,15
(0,2327) (0,0476) (0,2304) (0,0424)

1000 2,0015 0,7026 1,9841 0,7183 256,89 137,42
(0,1676) (0,0334) (0,1661) (0,0326)



Glava 4

Dvodimenzionalni
geometrijski minifikacioni
INAR(1) model

Ciǉ ove glave je da doprinese razvoju dvodimenzionalnih mi-
nifikacionih procesa. Izuqava�e se dvodimenzionalni mini-
fikacioni model prvog reda uveden u Stojanović (2024), qije je
uvo�eǌe motivisano modelom uvedenim u Aleksić i Ristić (2021).
Razmatra�e se vremenski nizovi sa geometrijskim marginalnim
raspodelama, dok �e za inovacione nizove va�iti da su me�u-
sobno nezavisni. Model se bazira na modifikovanom negativnom
binomnom operatoru o kome je detaǉno bilo reqi u poglavǉu 1.2.

Glava je organizovana na slede�i naqin. Najpre se u poglavǉu
4.1 konstruixe dvodimenzionalni minifikacioni model. Zatim
se u drugom poglavǉu navode osnovne karakteristike modela i
pokazuju neka osnovna svojstva, kao xto su verovatno�e prelaza,
uslovno oqekivaǌe i uslovna disperzija. Ocene nepoznatih pa-
rametara date su u poglavǉu 4.3, gde se razmatraju dva metoda,
metod uslovne maksimalne verodostojnosti i metod uslovnih naj-
maǌih kvadrata. Tre�e poglavǉe zavrxava se testiraǌem efikas-
nosti metoda za ocenu nepoznatih parametara uvedenog modela.



Konstrukcija modela 82

4.1 Konstrukcija modela

U ovom poglavǉu uvex�emo dvodimenzionalni minifikacioni
model {(Xt, Yt) ∈ Z} gde su vremenski nizovi {Xt} i {Yt} zavisni.
Model je baziran na modifikovanom negativnom binomnom oper-
atoru ” ⋄ ”, definisanom u (1.2.1). Neka je α ⋄ X =

∑X+1
i=1 Gi,

gde su sve sluqajne promenǉive brojaqkog niza {Gi} nezavisne
i identiqki raspodeǉene sluqajne promenǉive sa geometrijskom
marginalnom raspodelom Geom

(
α

1+α

)
, odnosno raspodelom oblika

P (Gi = x) = αx

(1+α)x+1 , x ∈ N0. Sluqajne promenǉive {Gi} su me-
�usobno nezavisne sa sluqajnom promenǉivom X za svako i ≥ 1.
Sliqno, mo�emo posmatrati i operator β⋄, koji je definisan sa
β ⋄ Y =

∑Y+1
i=1 Wi, gde su {Wi} nezavisne i identiqki raspodeǉene

sluqajne promenǉive sa geometrijskom marginalnom raspodelom
Geom

(
β

1+β

)
. Primenom ova dva operatora, uvodimo dvodimenzio-

nalni minifikacioni model definisan jednaqinama

Xt =

{
min(α ⋄Xt−1, εt) s.v. p

min(α ⋄ Yt−1εt), s.v. 1− p
(4.1.1)

Yt =

{
min(β ⋄Xt−1, ηt) s.v. q

min(β ⋄ Yt−1, ηt) s.v. 1− q
(4.1.2)

gde je
i) α, β > 0, p, q ∈ [0, 1],
ii) {εt, t ∈ Z} i {ηt, t ∈ Z} su me�usobno nezavisni vremenski

nizovi qiji su elementi nezavisne i identiqki raspodeǉene slu-
qajne promenǉive. Sluqajni vektor (εt, ηt) je nezavisan od (Xs, Ys),
za svako s < t,

iii) brojaqki nizovi sadr�ani u α⋄Xt−1, α⋄Yt−1, β ⋄Xt−1, β ⋄Yt−1

su me�usobno nezavisne sluqajne promenǉive za svako t ∈ Z,
iv) brojaqki nizovi sadr�ani u α ⋄Xt−1, α ⋄Yt−1, β ⋄Xt−1, β ⋄Yt−1

su nezavisni od sluqajnih promenǉivih Xt−1 i εt, Yt−1 i εt, Xt−1 i
ηt, Yt−1 i ηt, redom, za svako t ∈ Z,

v) za svako t ̸= k brojaqki nizovi sadr�ani u α ⋄Xt−1 i α ⋄Xk−1

su nezavisni, kao i oni sadr�ani u α ⋄ Yt−1 i α ⋄ Yk−1, β ⋄ Xt−1 i
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β ⋄Xs−1, β ⋄ Yt−1 i β ⋄ Ys−1,
vi) sluqajne promenǉive Xt−l i εt, kao i Yt−l i ηt su nezavisne

sluqajne promenǉive, za svako l ∈ N i za svako t ∈ Z.

Nadaǉe �emo posmatrati model definisan u (4.1.1) i (4.1.2),
pod pretpostavkom da sluqajne promenǉive Xt i Yt imaju geome-
trijsku marginalnu raspodelu Geom

(
µ

1+µ

)
, µ > 0.

Narednom teoremom predstavi�emo obike raspodela inovacio-
nih nizova {εt, t ∈ Z} i {ηt, t ∈ Z} i time u potpunosti odrediti
model.

Tvr�eǌe 4.1.1 Neka je µ > 0 i {(Xt, Yt) ∈ Z} dvodimenzionalni
minifikacioni model definisan u (4.1.1) i (4.1.2) sa marginalnom

geometrijskom Geom
(

µ
1+µ

)
raspodelom, µ > 0. Tada, sluqajne pro-

menǉive εt i ηt imaju geometrijske raspodele Geom
(

µ[1+α(1+µ)]
α(1+µ)2

)
i

Geom
(

µ[1+β(1+µ)]
β(1+µ)2

)
, redom, ako i samo ako je α > µ

1+µ
i β > µ

1+µ
.

Dokaz. Neka je {(Xt, Yt) ∈ Z} dvodimenzionalan vremenski niz sa

geometrijskom marginalnom raspodelom Geom
(

µ
1+µ

)
, µ > 0 i neka

je x proizvoǉna nenegativna celobrojna vrednost. Tada, na osnovu
definicije modela, date u (4.1.1) i (4.1.2), imamo da je

P (Xt ≥ x) = p ·P (min(α ⋄Xt−1, εt) ≥ x) + (1− p) ·P (min(α ⋄ Yt−1, εt) ≥ x)
(4.1.3)

i

P (Yt ≥ x) = q · P (min(β ⋄Xt−1, ηt) ≥ x) + (1− q) · P (min(β ⋄ Yt−1, ηt) ≥ x).
(4.1.4)

Iz same definicije modela imamo da su α⋄Xt−1 i α⋄Yt−1 nezavisne
od εt, kao i da su β⋄Xt−1 i β⋄Yt−1 nezavisne od ηt, odakle na osnovu
ovih qiǌenica imamo da je

P (Xt ≥ x) = p·P (α⋄Xt−1 ≥ x)·P (εt ≥ x)+(1−p)·P (α⋄Yt−1) ≥ x)·P (εt ≥ x)
(4.1.5)

i

P (Yt ≥ x) = q·P (β⋄Xt−1 ≥ x)·P (ηt ≥ x)+(1−q)·P (β⋄Yt−1) ≥ x)·P (ηt ≥ x).
(4.1.6)
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U Aleksić i Ristić (2021), pokazano je da sluqajna promenǉiva α⋄Xt−1

ima geometrijsku raspodelu Geom
(

α(1+µ)
1+α(1+µ)

)
. Dokaz je dat u okviru

dokaza tvr�eǌa 2.1.1. Analogno, mo�emo zakǉuqiti da i sluqajna
promeǌiva α ⋄ Yt−1 ima geometrijsku Geom

(
α(1+µ)

1+α(1+µ)

)
raspodelu,

dok sluqajne promenǉive β ⋄ Xt−1 i β ⋄ Yt−1 imaju geometrijsku
Geom

(
β(1+µ)

1+β(1+µ)

)
raspodelu. Sada, imamo da je

P (Xt ≥ x) =

(
α(1 + µ)

1 + α(1 + µ)

)x

· P (εt ≥ x) (4.1.7)

i

P (Yt ≥ x) =

(
β(1 + µ)

1 + β(1 + µ)

)x

· P (ηt ≥ x), (4.1.8)

odakle, konaqno, imamo da je

P (εt ≥ x) =
P (Xt ≥ x)(

α(1+µ)
1+α(1+µ)

)x =

(
µ

1+µ

)x
(

α(1+µ)
1+α(1+µ)

)x =

(
µ[1 + α(1 + µ)]

α(1 + µ)2

)x

(4.1.9)

i

P (ηt ≥ x) =
P (Yt ≥ x)(

β(1+µ)
1+β(1+µ)

)x =

(
µ

1+µ

)x
(

β(1+µ)
1+β(1+µ)

)x =

(
µ[1 + β(1 + µ)]

β(1 + µ)2

)x

. (4.1.10)

Da bi raspodele Geom
(

µ[1+α(1+µ)]
α(1+µ)2

)
i Geom

(
µ[1+β(1+µ)]

β(1+µ)2

)
bile de-

finisane, uslovi 0 < µ[1+α(1+µ)]
α(1+µ)2

< 1 i 0 < µ[1+β(1+µ)]
β(1+µ)2

< 1 moraju biti
ispuǌeni.

Dakle, mo�emo izvesti zakǉuqak da sluqajne promenǉive εt

i ηt imaju geometrijske marginalne raspodele Geom
(

µ[1+α(1+µ)]
α(1+µ)2

)
i Geom

(
µ[1+β(1+µ)]

β(1+µ)2

)
, ako i samo ako, redom va�i da je α > µ

1+µ
i

β > µ
1+µ

. 2

Specijalne sluqajeve posmatranog modela dobi�emo za neke
vrednosti parametara p i q:
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� Za p = 1 i q = 0 imamo da je Xt = min(α ⋄Xt−1, εt) i Yt = min(β ⋄
Yt−1, ηt), odakle sledi da su {Xt} i {Yt} dva nezavisna mini-
fikaciona INAR(1) vremenska niza sa geometrijskim margi-
nalnim raspodelama, definisana u Aleksić i Ristić (2021).

� Za p = 0 i q = 1 imamo da je Xt = min(α ⋄ Yt−1, εt) i Yt =
min(β ⋄ Xt−1, ηt). U konstrukciji promenǉive Xt uvek uq-
estvuje Yt−1, dok u konstrukciji promenǉive Yt uvek uqestvuje
Xt−1, tj. ovde imamo dva regresiona modela. Kod prvog mod-
ela, zavisna promenǉiva je Xt, a nezavisna Yt−1, dok je kod
drugog modela zavisna promenǉiva Yt, a nezavisna Xt−1.

� Za p = 0 i q = 0 imamo da je Xt = min(α ⋄ Yt−1, εt) i Yt = min(β ⋄
Yt−1, ηt). U konstrukciji promenǉivih Xt i Yt uvek uqestvuje
Yt−1. Odavde sledi da imamo dva regresiona modela, od kojih
je jedan autoregresivni model prvog reda, definisan u Aleksić
i Ristić (2021).

� Za p = 1 i q = 1 imamo da je Xt = min(α ⋄ Xt−1, εt) i Yt =
min(β ⋄ Xt−1, ηt). U konstrukciji promenǉivih Xt i Yt uvek
uqestvuje Xt−1. Mo�emo primetiti da ovde, isto kao i u
prethodnom sluqaju, imamo dva regresiona modela, od kojih
je jedan autoregresivni model prvog reda, definisan u Aleksić
i Ristić (2021).
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4.2 Osobine modela

U ovom poglavǉu navex�emo neke od va�nijih osobina dvodi-
menzionalnog geometrijskog minifikacionog INAR(1) modela, de-
finisanog jednaqinama (4.1.1) i (4.1.2), kao xto su uslovna raspo-
dela verovatno�a, uslovno oqekivaǌe i uslovna disperzija. Da-
�emo i neke pomo�ne rezultate koji su nam potrebni za odre�iva-
ǌe osobina modela. Rezultate navedene u ovom poglavǉu, koris-
ti�emo, kasnije, za oceǌivaǌe nepoznatih parametara modela.

Narednim tvr�eǌem, predstavi�emo uslovnu raspodelu vero-
vatno�e za sluqajne promenǉive Xt i Yt kada su poznate reali-
zacije sluqajnih promenǉivih Xt−1 i Yt−1, koju �emo kasnije ko-
ristiti za primenu metoda uslovne maksimalne verodostojnosti,
u poglavǉu (4.3.1), ali pre toga doka�imo slede�u lemu.

Lema 4.2.1 Sluqajne promenǉive Xt i Yt, definisane u (4.1.1) i (4.1.2)
redom, su nezavisne za poznate realizacije sluqajnih promenǉivih
Xt−1 i Yt−1, t ∈ Z.

Dokaz. Da bismo pokazali ovu teoremu, dovoǉno je dokazati da
va�i

P (Xt = x, Yt = y | Xt−1 = u, Yt−1 = v) =

= P (Xt = x, | Xt−1 = u, Yt−1 = v) · P (Yt = y | Xt−1 = u, Yt−1 = v),

(4.2.1)

za proizvoǉne cele nenegativne brojeve x, y, u i v. Zapravo, imamo
da je

P (Xt = x, Yt = y | Xt−1 = u, Yt−1 = v) =

= pqP (min(α ⋄Xt−1, εt) = x,min(β ⋄Xt−1, ηt) = y | Xt−1 = u, Yt−1 = v)

+ p(1− q)P (min(α ⋄Xt−1, εt) = x,min(β ⋄ Yt−1, ηt) = y | Xt−1 = u, Yt−1 = v)

+ (1− p)qP (min(α ⋄ Yt−1, εt) = x,min(β ⋄Xt−1, ηt) = y | Xt−1 = u, Yt−1 = v)

+ (1− p)(1− q)

× P (min(α ⋄ Yt−1, εt) = x,min(β ⋄ Yt−1, ηt) = y | Xt−1 = u, Yt−1 = v).

(4.2.2)
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Iz definicije modela, za brojaqke nizove α⋄Xt−1, α⋄Yt−1, β⋄Xt−1 i
β ⋄Yt−1 imamo da su nezavisni za poznate vrednosti Xt−1 i Yt−1, dok
za sluqajne promenǉive εt i ηt imamo da su me�usobno nezavisne
i nezavisne od Xt−1 i Yt−1. Na osnovu ovoga va�i da je

P (Xt = x, Yt = y | Xt−1 = u, Yt−1 = v) =

= pq(P (min(α ⋄Xt−1, εt) = x | Xt−1 = u, Yt−1 = v))

× P ( min(β ⋄Xt−1, ηt) = y | Xt−1 = u, Yt−1 = v)

+ p(1− q)(P (min(α ⋄Xt−1, εt) = x, | Xt−1 = u, Yt−1 = v)

× P (min(β ⋄ Yt−1, ηt) = y | Xt−1 = u, Yt−1 = v))

+ (1− p)q(P (min(α ⋄ Yt−1, εt) = x | Xt−1 = u, Yt−1 = v)

× P (min(β ⋄Xt−1, ηt) = y | Xt−1 = u, Yt−1 = v))

+ (1− p)(1− q)

× (P (min(α ⋄ Yt−1, εt) = x | Xt−1 = u, Yt−1 = v)

· P (min(β ⋄ Yt−1, ηt) = y | Xt−1 = u, Yt−1 = v)).

(4.2.3)

Sre�ivaǌem prethodnog izraza dobijamo da je

P (Xt = x, Yt = y | Xt−1 = u, Yt−1 = v) =

= [p · P (min(α ⋄Xt−1, εt) = x | Xt−1 = u, Yt−1 = v)

+ (1− p) · P (min(α ⋄ Yt−1, εt) = x | Xt−1 = u, Yt−1 = v)]

× [q · P (min(β ⋄Xt−1, ηt) = y | Xt−1 = u, Yt−1 = v)

+ (1− q) · P (min(β ⋄ Yt−1, ηt) = y | Xt−1 = u, Yt−1 = v)],

(4.2.4)

odakle, zapravo, sledi jednakost (4.2.1), xto je i trebalo pokazati.
2

Tvr�eǌe 4.2.1 Neka je {(Xt, Yt), t ∈ Z} dvodimenzionalni minifika-
cioni model definisan u (4.1.1) i (4.1.2) sa geometrijskom marginal-

nom raspodelom Geom
(

µ
1+µ

)
, µ > 0. Zajedniqka uslovna raspodela

verovatno�e sluqajnih promenǉivih Xt i Yt, za poznato Xt−1 = u i
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Yt−1 = v, data je jednaqinom

P (Xt = x, Yt = y | Xt−1 = u, Yt−1 = v) =

= [p · (f(θ1, x, u, α) + g(θ1, x, u, α))

+ (1− p) · (f(θ1, x, v, α) + g(θ1, x, v, α))]

× [q · (f(θ2, y, u, β) + g(θ2, y, u, β))

+ (1− q) · (f(θ2, y, v, β) + g(θ2, y, v, β)], (4.2.5)

za x, y, u, v ∈ N0 , gde je θ1 = µ[1+α(1+µ)]
α(1+µ)2

, θ2 = µ[1+β(1+µ)]
β(1+µ)2

, f(θ, z, t, a) =

θz
(
z+t
z

)(
a

1+a

)z( 1
1+a

)t+1, g(θ, z, t, a) = (1−θ)θz
[
1−
∑z

i=0

(
i+t
i

)(
a

1+a

)i( 1
1+a

)t+1].
Dokaz. Neka su x, y, u, v proizvoǉni nenegativni celi brojevi.
Kako su, na osnovu leme 4.2.1, sluqajne promenǉive Xt i Yt uslovno
nezavisne za poznate realizacije sluqajnih promenǉivih Xt−1 i
Yt−1, tada je uslovna raspodela verovatno�e dvodimenzionalne
sluqajne promenǉive (Xt, Yt) data jednaqinom

P (Xt = x, Yt = y | Xt−1 = u, Yt−1 = v) = P (Xt = x, | Xt−1 = u, Yt−1 = v)

× P (Yt = y | Xt−1 = u, Yt−1 = v).

(4.2.6)

Daǉe, iz definicije modela imamo da je

P (Xt = x, Yt = y | Xt−1 = u, Yt−1 = v) =

= [p · P (min(α ⋄Xt−1, εt) = x | Xt−1 = u, Yt−1 = v)

+ (1− p) · P (min(α ⋄ Yt−1, εt) = x | Xt−1 = u, Yt−1 = v)]

× [q · P (min(β ⋄Xt−1, ηt) = y | Xt−1 = u, Yt−1 = v)

+ (1− q) · P (min(β ⋄ Yt−1, ηt) = y | Xt−1 = u, Yt−1 = v)].

(4.2.7)

Aleksić i Ristić (2021) su pokazali da za date vrednosti Xt−1 = u i
Yt−1 = v, sluqajne promenǉive α ⋄ Xt−1, α ⋄ Yt−1, β ⋄ Xt−1 i β ⋄ Yt−1

imaju negativnu binomnu raspodelu NB(u+ 1, α
1+α

), NB(v + 1, α
1+α

),
NB(u+1, β

1+β
) i NB(v+1, β

1+β
), redom. Dokaz je dat u poglavǉu 2.1.
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Sada, za θ1 =
µ[1+α(1+µ)]

α(1+µ)2
, θ2 =

µ[1+β(1+µ)]
β(1+µ)2

, imamo da je

P (Xt = x, Yt = y | Xt−1 = u, Yt−1 = v) =

=

{
p

[
θx1

(
x+ u

x

)(
α

1 + α

)x(
1

1 + α

)u+1

+ (1− θ1)θ
x
1

(
1−

x∑
i=0

(
i+ u

i

)(
α

1 + α

)i(
1

1 + α

)u+1)]
+ (1− p)

[
θx1

(
x+ v

x

)(
α

1 + α

)x(
1

1 + α

)v+1

+ (1− θ1)θ
x
1

(
1−

x∑
i=0

(
i+ v

i

)(
α

1 + α

)i(
1

1 + α

)v+1)]}
×
{
q

[
θy2

(
y + u

y

)(
β

1 + β

)y(
1

1 + β

)u+1

+ (1− θ2)θ
y
2

(
1−

y∑
i=0

(
i+ u

i

)(
β

1 + β

)i(
1

1 + β

)u+1)]
+ (1− q)

[
θy2

(
y + v

y

)(
β

1 + β

)y(
1

1 + β

)v+1

+ (1− θ2)θ
y
2

(
1−

y∑
i=0

(
i+ v

i

)(
β

1 + β

)i(
1

1 + β

)v+1)]}
(4.2.8)

qime je pokazano tvr�eǌe (4.2.5). 2

Napomena 4.2.1 Za sluqajne promenǉive Xt i Yt definisane u (4.1.1)

i (4.1.2) sa geometrijskom raspodelom Geom
(

µ
1+µ

)
, imamo da su oqe-

kivaǌe i disperzija E(Xt) = E(Yt) = µ i D(Xt) = D(Yt) = µ(1 +
µ). Zatim, sluqajne promenǉive εt i ηt sa geometrijskom raspode-
lom Geom

(
µ[1+α(1+µ)]

α(1+µ)2

)
i Geom

(
µ[1+β(1+µ)]

β(1+µ)2

)
, redom, imaju oqekivaǌe

i disperziju oblika E(εt) = µ[1+α(1+µ)]
α+αµ−µ

, E(ηt) = µ[1+β(1+µ)]
β+βµ−µ

, D(εt) =
αµ(1+µ)2[1+α(1+µ)]

(α+αµ−µ)2
i D(ηt) =

βµ(1+µ)2[1+β(1+µ)]
(β+βµ−µ)2

.
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Uslovno oqekivaǌe i uslovna disperzija sluqajnih promenǉi-
vih Xt i Yt u odnosu na Xt−1 i Yt−1 su od posebnog znaqaja za posma-
trani model, te �emo ǌihove oblike dati u nastavku. Fokusirajmo
se prvo na uslovno oqekivaǌe, koje �e nam kasnije koristiti pri-
likom odre�ivaǌa uslovne disperzije, a tako�e nam je potrebno
za oceǌivaǌe nepoznatih parametara modela metodom uslovnih
najmaǌih kvadrata.

Tvr�eǌe 4.2.2 Neka je {(Xt, Yt), t ∈ Z} dvodimenzionalni minifi-
kacioni model definisan u (4.1.1) i (4.1.2) sa geometrijskom mar-

ginalnom raspodelom Geom
(

µ
1+µ

)
, µ > 0. Tada, uslovno oqekivaǌe

sluqajnih promenǉivih Xt i Yt, za dato Xt−1 i Yt−1, glasi

E(Xt | Xt−1, Yt−1) =
θ1

1− θ1
[1− pA1+Xt−1 − (1− p)A1+Yt−1 ] (4.2.9)

i

E(Yt | Xt−1, Yt−1) =
θ2

1− θ2
[1− qB1+Xt−1 − (1− q)B1+Yt−1 ], (4.2.10)

za θ1 =
µ[1+α(1+µ)]

α(1+µ)2
, θ2 =

µ[1+β(1+µ)]
β(1+µ)2

, A = 1
1+α−αθ1

i B = 1
1+β−βθ2

.

Dokaz. Neka je Xt sluqajna promenǉiva definisana u (4.1.1). Uslov-
no oqekivaǌe sluqajne promenǉive Xt za dato Xt−1 i Yt−1 mo�emo
posmatrati kao

E(Xt | Xt−1, Yt−1) = E(min(α ⋄Xt−1, εt) | Xt−1, Yt−1) · p
+ E(min(α ⋄ Yt−1, εt) | Xt−1, Yt−1) · (1− p).

(4.2.11)

Korix�eǌem rezultata do koga su doxli Aleksić i Ristić (2021), a
koji je dat u (2.3.8), imamo da je

E(min(α ⋄Xt−1, εt) | Xt−1, Yt−1) =
θ1

1− θ1

[
1−

( 1

1 + α− αθ1

)1+Xt−1]
i

E(min(α ⋄ Yt−1, εt) | Xt−1, Yt−1) =
θ1

1− θ1

[
1−

( 1

1 + α− αθ1

)1+Yt−1]
.
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Zamenom posledǌe dve jednaqine u jednaqinu (4.2.11), zakǉuqujemo
da je

E(Xt | Xt−1, Yt−1) =
θ1

1− θ1
[1− p

(
1

1 + α− αθ1

)1+Xt−1

− (1− p)

(
1

1 + α− αθ1

)1+Yt−1

].

(4.2.12)

Sada, korix�eǌem qiǌenice da je A = 1
1+α−αθ1

, dolazimo do izraza
(4.2.9). Analogno, mo�emo doneti zakǉuqak da va�i i (4.2.10). 2

Na osnovu prethodne teoreme, zakǉuqujemo da uslovno oqeki-
vaǌe za Xt i Yt nije linearna funkcija od Xt−1 i Yt−1.

Slede�om lemom odredi�emo momente drugog reda i time do-
biti rezultate potrebne za odre�ivaǌe uslovne disperzije.

Lema 4.2.2 Neka je {(Xt, Yt), t ∈ Z} dvodimenzionalni minifikacio-
ni model, definisan u (4.1.1) i (4.1.2) sa geometrijskom marginalnom

raspodelom Geom
(

µ
1+µ

)
, µ > 0. Tada je uslovni moment drugog reda

sluqajne promenǉive Xt i Yt za dato Xt−1 i Yt−1

E(Xt
2 | Xt−1, Yt−1) =

θ1(1 + θ1)

(1− θ1)2
(
1− pA1+Xt−1 − (1− p)A1+Yt−1

)
− 2αθ1

2

1− θ1

[
p(1 +Xt−1)A

2+Xt−1 + (1− p)(1 + Yt−1)A
2+Yt−1

]
(4.2.13)

i

E(Yt
2 | Xt−1, Yt−1) =

θ2(1 + θ2)

(1− θ2)2
(
1− qB1+Xt−1 − (1− q)B1+Yt−1

)
− 2βθ2

2

1− θ2

[
q(1 +Xt−1)B

2+Xt−1 + (1− q)(1 + Yt−1)B
2+Yt−1

]
,

(4.2.14)

za θ1 =
µ[1+α(1+µ)]

α(1+µ)2
, θ2 =

µ[1+β(1+µ)]
β(1+µ)2

, A = 1
1+α−αθ1

i B = 1
1+β−βθ2

.

Dokaz. Najpre, imamo da je

E(Xt
2 | Xt−1, Yt−1) = pE((min(α ⋄Xt−1, εt))

2) | Xt−1, Yt−1)

+ (1− p)E((min(α ⋄ Yt−1, εt))
2) | Xt−1, Yt−1).

(4.2.15)
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Na osnovu rezultata iz Aleksić i Ristić (2021), datih u poglavǉu
2.3.1, imamo da je

E((min(α ⋄Xt−1, εt))
2) | Xt−1) =

θ1(1 + θ1)

(1− θ1)2

(
1−

(
1

1 + α− αθ1

)1+Xt−1
)

− 2αθ1
2

1− θ1
(1 +Xt−1)

(
1

1 + α− αθ1

)2+Xt−1

(4.2.16)

i

E((min(α ⋄ Yt−1, εt))
2) | Yt−1) =

θ1(1 + θ1)

(1− θ1)2

(
1−

(
1

1 + α− αθ1

)1+Yt−1
)

− 2αθ1
2

1− θ1
(1 + Yt−1)

(
1

1 + α− αθ1

)2+Yt−1

,

(4.2.17)

za θ1 =
µ[1+α(1+µ)]

α(1+µ)2
, θ2 =

µ[1+β(1+µ)]
β(1+µ)2

. Zamenom (4.2.16) i (4.2.17) u (4.2.15)
dolazimo do jednaqine

E(Xt
2 | Xt−1, Yt−1) =

θ1(1 + θ1)

(1− θ1)2
(
1− pA1+Xt−1 − (1− p)A1+Yt−1

)
− 2αθ1

2

1− θ1

[
p(1 +Xt−1)A

2+Xt−1 + (1− p)(1 + Yt−1)A
2+Yt−1

]
,

(4.2.18)

za A = 1
1+α−αθ1

, qime pokazujemo jednakost (4.2.13). Analogno ovom
dokazu, pokazuje se i da va�i jednakost (4.2.14). 2

Uslovna disperzija sluqajnih promenǉivih Xt i Yt za dato Xt−1

i Yt−1 data je slede�im tvr�eǌem.

Tvr�eǌe 4.2.3 Neka je {(Xt, Yt), t ∈ Z} dvodimenzionalni minifi-
kacioni model definisan u (4.1.1) i (4.1.2) sa geometrijskom margi-

nalnom raspodelom Geom
(

µ
1+µ

)
, µ > 0. Tada je uslovna disperzija



Osobine modela 93

sluqajnih promenǉivih Xt i Yt za dato Xt−1 i Yt−1 slede�eg oblika

D(Xt | Xt−1, Yt−1) =
θ1

(1− θ1)2
− θ1

1− θ1

(
pA1+Xt−1 + (1− p)A1+Yt−1

)
− 2αθ1

2

1− θ1

(
pA2+Xt−1(1 +Xt−1) + (1− p)A2+Yt−1(1 + Yt−1)

)
− θ1

2

(1− θ1)2
(
p2A2+2Xt−1 + 2p(1− p)A2+Xt−1+Yt−1 + (1− p)2A2+2Yt−1

)
(4.2.19)

i

D(Yt | Xt−1, Yt−1) =
θ2

(1− θ2)2
− θ2

1− θ2

(
qB1+Xt−1 + (1− q)B1+Yt−1

)
− 2βθ2

2

1− θ2

(
qB2+Xt−1(1 +Xt−1) + (1− q)B2+Yt−1(1 + Yt−1)

)
− θ2

2

(1− θ2)2
(
q2B2+2Xt−1 + 2q(1− q)B2+Xt−1+Yt−1 + (1− q)2B2+2Yt−1

)
,

(4.2.20)

za θ1 =
µ[1+α(1+µ)]

α(1+µ)2
, θ2 =

µ[1+β(1+µ)]
β(1+µ)2

, A = 1
1+α−αθ1

i B = 1
1+β−βθ2

.

Dokaz. Neka je Xt sluqajna promenǉiva definisana u (4.1.1). Uslov-
na disperzija sluqajne promenǉive Xt za dato Xt−1 i Yt−1 je

D(Xt | Xt−1, Yt−1) = E(Xt
2 | Xt−1, Yt−1)− (E(Xt | Xt−1, Yt−1))

2. (4.2.21)

Zamenom (4.2.13) i (4.2.9) u (4.2.21), prethodna jednakost dobija ob-
lik

D(Xt | Xt−1, Yt−1) =
θ1(1 + θ1)

(1− θ1)2
(
1− pA1+Xt−1 − (1− p)A1+Yt−1

)
− 2αθ1

2

1− θ1

[
p(1 +Xt−1)

2αθ1
2

1− θ1
+ (1− p)(1 + Yt−1)A

2+Yt−1
]

− θ1
2

1− θ1

[
1− 2pA1+Xt−1 − 2(1− p)A1+Yt−1

+ 2p(1− p)A2+Xt−1Yt−1 + p2A2+2Xt−1 + (1− p)2A2+2Yt−1

]
.

(4.2.22)
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Sre�ivaǌem prethodne jednaqine, dobijamo izraz (4.2.19), xto je i
trebalo pokazati. Dokaz jednakosti (4.2.20) je analogan navedenom
dokazu. 2

Prethodnim tvr�eǌem dolazimo do iste karakteristike za us-
lovnu disperziju kao xto smo imali i za uslovno oqekivaǌe. Na-
ime, uslovna disperzija sluqajnih promenǉivih Xt i Yt, za dato
Xt−1 i Yt−1 je, tako�e, nelinearna funkcija od Xt−1 i Yt−1.
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4.3 Oceǌivaǌe nepoznatih parametara

U ovom poglavǉu, razmatra�emo ocene nepoznatih parametara
dvodimenzionalnog minifikacionog modela sa geometrijskom mar-
ginalnom raspodelom zadatog u (4.1.1) i (4.1.2). Ovaj model ima pet
nepoznatih parametara i to su µ, α, β, p i q. Posmatra�emo dva
metoda za oceǌivaǌe nepoznatih parametara i to metod uslovne
maksimalne verodostojnosti i metod uslovnih najmaǌih kvadrata.

4.3.1 Metod uslovne maksimalne verodostojnosti
Neka je dat dvodimenzionalni sluqajni uzorak, obima n, (X1, Y1),

(X2, Y2), ..., (Xn, Yn). Kako se radi o procesu Markova, reda jedan,
koristi�emo uslovnu verovatno�u datu u (4.2.5). Ocene parame-
tara dobijamo kao vrednosti koje maksimiziraju uslovnu logari-
tamsku funkciju verodostojnosti, gde ako uvedemo smene

A = θxi
1

(
xi + xi−1

xi

)(
α

1 + α

)xi
(

1

1 + α

)xi−1+1

+ (1− θ1)θ
xi
1

(
1−

xi∑
i=0

(
i+ xi−1

i

)(
α

1 + α

)i(
1

1 + α

)xi−1+1)
,

(4.3.1)

B = θxi
1

(
xi + yi−1

xi

)(
α

1 + α

)xi
(

1

1 + α

)yi−1+1

+ (1− θ1)θ
xi
1

(
1−

xi∑
i=0

(
i+ yi−1

i

)(
α

1 + α

)i(
1

1 + α

)yi−1+1)
,

(4.3.2)

C = θyi2

(
yi + xi−1

yi

)(
β

1 + β

)yi( 1

1 + β

)xi−1+1

+ (1− θ2)θ
yi
2

(
1−

yi∑
i=0

(
i+ xi−1

i

)(
β

1 + β

)i(
1

1 + β

)xi−1+1) (4.3.3)
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i

D = θyi2

(
yi + yi−1

yi

)(
β

1 + β

)yi( 1

1 + β

)yi−1+1

+ (1− θ2)θ
yi
2

(
1−

yi∑
i=0

(
i+ yi−1

i

)(
β

1 + β

)i(
1

1 + β

)yi−1+1) (4.3.4)

imamo da je logaritamska funkcija verodostojnosti slede�eg obli-
ka

logL(µ, α, β, p, q) =
n∑

i=2

logP (Xi = xi, Yi = yi | Xi−1 = xi−1, Yi−1 = yi−1)

=
n∑

i=2

log
[
(p · A+ (1− p)B)(q · C + (1− q)D)

]
.

(4.3.5)

Kao xto smo i mogli da pretpostavimo, zbog kompleksnosti
funkcije verodostojnosti, ocene nepoznatih parametara ne mo�emo
dobiti analitiqkim putem, ve� �emo ih odrediti numeriqki, ko-
riste�i statistiqki softver R i funkciju optim.

4.3.2 Metod uslovnih najmaǌih kvadrata
Pretpostavimo da je dat dvodimenzionalni sluqajni uzorak,

obima n, (X1, Y1), (X2, Y2), ..., (Xn, Yn) i neka je Zt = (Xt, Yt). Ocene
nepoznatih parametara odre�ujemo minimiziraǌem sume kvadrata

S(µ, α, β, p, q) =
n∑

t=2

(Zt − E(Zt | Zt−1))
′(Zt − E(Zt | Zt−1))

=
n∑

t=2

([
Xt

Yt

]
−
[
E(Xt | Xt−1, Yt−1)
E(Yt | Xt−1, Yt−1)

])′

×

([
Xt

Yt

]
−
[
E(Xt | Xt−1, Yt−1)
E(Yt | Xt−1, Yt−1)

])
, (4.3.6)
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koja je daǉe jednaka

S(µ, α, β, p, q) =
n∑

t=2

[
Xt − E(Xt | Xt−1, Yt−1) Yt − E(Yt | Xt−1, Yt−1)

]
×
[
Xt − E(Xt | Xt−1, Yt−1)
Yt − E(Yt | Xt−1, Yt−1)

]
=

n∑
t=2

(Xt − E(Xt | Xt−1, Yt−1))
2

+
n∑

t=2

(Yt − E(Yt | Xt−1, Yt−1))
2.

(4.3.7)

Zamenom (4.2.9) i (4.2.10) u (4.3.7), funkcija S dobija oblik

S(µ, α, β, p, q) =
n∑

t=2

(
Xt −

θ1
1− θ1

[1− pA1+Xt−1 − (1− p)A1+Yt−1 ]

)2

+
n∑

t=2

(
Yt −

θ2
1− θ2

[1− qB1+Xt−1 − (1− q)B1+Yt−1 ]

)2

,

(4.3.8)

za θ1 =
µ[1+α(1+µ)]

α(1+µ)2
, θ2 =

µ[1+β(1+µ)]
β(1+µ)2

, A = 1
1+α−αθ1

i B = 1
1+β−βθ2

.

Odre�ivaǌe vrednosti parametara µ, α, β, p i q, koji minimi-
ziraju funkciju (4.3.8), nije mogu�e odrediti analitiqkim putem,
ve� �emo i za ovaj metod, kao i za prethodni, vrednosti parame-
tara na�i numeriqki, koriste�i statistiqki softver R.
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4.3.3 Simulacije
Sada �emo razmotriti efikasnost metoda za oceǌivaǌe nepo-

znatih parametara dvodimenzionalnog minifikacionog modela de-
finisanog u (4.1.1) i (4.1.2), koje smo naveli u ovom poglavǉu.
Simulira�emo 100 uzoraka obima 1000 baziranih na jednaqinama
(4.1.1) i (4.1.2) i posmatrati poduzorke obima 100, 200, 500 i
1000. Posmatra�emo uzorke generisane na osnovu parametara:
Tabela 4.1: a) µ = 4, 5; α = 0, 88; β = 0, 9; p = 0, 5; q = 0, 45 ; b)
µ = 4, 5; α = 0, 88; β = 0, 9; p = 0, 8; q = 0, 8 ; v) µ = 4, 5; α = 0, 88;
β = 0, 9; p = 0, 2; q = 0, 2 ; g) µ = 4, 5; α = 0, 88; β = 0, 9; p = 0, 2;
q = 0, 8;
Tabela 4.2: a) µ = 4, 5; α = 2, 1; β = 1, 8; p = 0, 5; q = 0, 45; b) µ = 4, 5;
α = 2, 1; β = 1, 8; p = 0, 8; q = 0, 8; v) µ = 4, 5; α = 2, 1; β = 1, 8; p = 0, 2;
q = 0, 2 ; g) µ = 4, 5; α = 2, 1; β = 1, 8; p = 0, 2; q = 0, 8;
Tabela 4.3: a) µ = 2; α = 0, 7; β = 0, 68; p = 0, 5; q = 0, 45; b) µ = 2;
α = 0, 7; β = 0, 68; p = 0, 8; q = 0, 8; v) µ = 2; α = 0, 7; β = 0, 68;
p = 0, 2; q = 0, 2; g) µ = 2; α = 0, 7; β = 0, 68; p = 0, 2; q = 0, 8;
Tabela 4.4: a) µ = 2; α = 1, 55; β = 1, 45; p = 0, 5; q = 0, 45; b) µ = 2;
α = 1, 55; β = 1, 45; p = 0, 8; q = 0, 8; v) µ = 2; α = 1, 55; β = 1, 45;
p = 0, 2; q = 0, 2; g) µ = 2; α = 1, 55; β = 1, 45; p = 0, 2; q = 0, 8.

U tabelama su date oceǌene vrednosti parametara, zajedno sa
standardnim devijacijama, koje su date unutar zagrada.

Parametre ne biramo nasumiqno, ve� za ciǉ imamo xto ve�i
broj razliqitih sluqajeva uz odgovaraju�i izbor parametara. Pa-
rametre za proveru ponaxaǌa metoda biramo tako da imamo i
nizove sa relativno velikim i nizove sa relativno malim vred-
nostima. Bazirano na ovoj diskusiji, za vrednost parametara
µ, odnosno za sredǌu vrednost uzorka, biramo µ = 4, 5 i µ = 2.
Tabela 4.1 i tabela 4.2 nam daju rezultate kada je µ = 4, 5, dok nam
tabela 4.3 i tabela 4.4 daju rezultate za µ = 2. Vrednosti param-
etara α i β su iz intervala ( µ

1+µ
,∞) i stoga biramo vrednosti

koje su blizu doǌe granice, kao i vrednosti koje nisu blizu doǌe
granice. Za vrednosti bliske granici koristimo α = 0, 88; β = 0, 9
(tabela 4.1) i α = 0, 7; β = 0, 68 (tabela 4.3), dok za vrednosti koje
nisu bliske granici posmatramo α = 2, 1; β = 1, 8 (tabela 4.2) i
α = 1, 55; β = 1, 45 (tabela 4.4). Vrednosti za parametre p i q
biramo tako da pokrijemo qetiri razliqita sluqaja. Prvo raz-
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matramo sluqaj kada je p = 0, 5 i q = 0, 45. Tada i Xt−1 i Yt−1

podjednako qesto uqestvuju u konstrukciji nizova Xt i Yt. Drugi
scenario je kada je Xt−1 dominantnija grana u konstruisaǌu Xt i
Yt. Ovo se dexava kada su vrednosti za p i q velike i tada pos-
matramo sluqaj p = q = 0, 8. Za razliku od drugog, imamo tre�i
sluqaj gde je p = q = 0, 2 i tada Yt−1 mnogo qex�e uqestvuje u
formiraǌu nizova Xt i Yt. Konaqno, razmatramo sluqaj kada je p
malo, a q veliko. Tada se qex�e Xt formira na osnovu Yt−1, a Yt
na osnovu Xt−1. Za vrednosti parametara p i q ovde �emo uzeti
p = 0, 2 i q = 0, 8. Na ovaj naqin smo pokrili sve interesantne
sluqajeve konstrukcije procesa u smislu unakrsne korelacije.

Na osnovu podataka iz tabela 4.1, 4.2, 4.3 i 4.4, mo�emo za-
kǉuqiti da obe metode daju solidne ocene sa malim standardnim
devijacijama, osim u nekim sluqajevima gde je veliqina uzorka
mala, xto se i mo�e desiti za takvu veliqinu uzorka. Za du�ine
uzoraka 100 i 200 ne mo�emo se odluqiti koji je metod priklad-
niji. Kada su du�ine uzoraka 500 i 1000 prime�ujemo razliku
u standardnoj devijaciji ocena parametara α, β, p i q, u korist
CML metoda. Konaqno, mo�emo zakǉuqiti da kako se veliqina
uzorka pove�ava, proceǌene vrednosti konvergiraju ka realnim
vrednostima za oba metoda.
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Glava 5

Zakǉuqak

U ovoj disertaciji su analizirani minifikacioni autoregre-
sivni vremenski nizovi sa nenegativnim celobrojnim vrednostima.
Konstruisani modeli bazirani su na modifikovanom negativnom
binomnom operatoru, koji je detaǉno opisan u prvoj i drugoj glavi
disertacije. Najpre je dat kratak razvoj binomnog tining opera-
tora i negativnog binomnog tining operatora, a zatim su hrono-
loxki dati najznaqajniji rezultati iz oblasti minifikacionih
procesa. Prvo su predstavǉeni jednodimenzionalni a potom i
dvodimenzionalni minifikacioni modeli.

U drugoj glavi je konstruisan jednodimenzionalni minifika-
cioni celobrojni autoregresivni model sa geometrijskom margi-
nalnom raspodelom, koji je skra�eno nazvan min-INAR(1) model.
Motivacija za uvo�eǌe ovog modela bio je problem koji mo�e
nastati korix�eǌem binomnog tining operatora ili negativnog
binomnog tining operatora, tj. mogu�nosti da se dostigne kon-
stantna vrednost nula tokom vremena. Prilikom konstrukcije
modela korix�en je modifikovani negativni binomni operator.
Objaxǌena je karakteristika podataka koji se mogu predstavi-
ti ovim modelom i date su glavne osobine modela, kao xto su
raspodela inovacionog niza, uslovne verovatno�e, uslovno oqeki-
vaǌe, uslovna disperzija i korelaciona struktura. Ocene para-
metara modela su izvedene metodom uslovne maksimalne verodos-
tojnoti, metodom momenata i metodom uslovnih najmaǌih kvadrata.
Osobine posmatranih ocena i osobine predvi�aǌa za jedan ko-
rak unapred kod konkurentnih modela proverene su simulacijama.
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Na kraju je dat ilustrativan primer i diskutovano je o pri-
menǉivosti i adekvatnosti modela primeǌenog na realnim po-
dacima. Rezultati su upore�eni sa rezultatima ve� poznatih,
konkurentnih modela.

Kako se, u drugoj glavi, za odre�ivaǌe ocena nepoznatih para-
metara metodom uslovne maksimalne verodostojnosti min-INAR(1)
modela koristio numeriqki metod, u tre�oj glavi je konstruisan
EM algoritam i rexen navedeni problem. Zbog slo�enosti samog
modela, najpre je konstruisan ekvivalentni oblik min-INAR(1) mo-
dela i pokazano je da taj model mo�emo koristiti prilikom kon-
struisaǌa EM algoritma. Zatim su izvedene ocene u analitiqkom
obliku i ǌihove osobine su proverene simulacijama.

Po uzoru na min-INAR(1) model, u qetvrtoj glavi je analiziran
dvodimenzionalni minifikacioni celobrojni autoregresivni mo-
del prvog reda sa geometrijskom marginalnom raspodelom. Model
je, tako�e, baziran na modifikovanom negativnom binomnom oper-
atoru. Date su najbitnije osobine modela i nepoznati parametri
su oceǌeni metodom uslovne maksimalne verodostojnosti i me-
todom uslovnih najmaǌih kvadrata. Na kraju su izvrxene sim-
ulacije, na osnovu qijih rezultata su ispitane karakteristike
ocena.

Pokazano je da je model sa geometrijskom marginalnom raspode-
lom, analiziran u prvoj glavi, definisan ako i samo ako je α >
µ

1+µ
. Sa druge strane, NGINAR(1) model je dobro definisan za α ≤

µ
1+µ

, te se ova dva modela upotpuǌuju. Stoga bi bilo zanimǉivo
istra�iti mogu�u dualnost izme�u ova dva modela. Tako�e, bilo
bi interesantno i istra�iti model korix�eǌem operacije mak-
simum i modifikovanog negativnog binomnog operatora.
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1. Aleksić M.S, Ristić M.M. (2021), A geometric minification integer-
valued autoregressive model, Applied Mathematical Modelling. 90,
265-280. DOI: 10.1016/j.apm.2020.08.047

Radovi u istaknutim me�unarodnim qasopisima [M22]:
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